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Przedstawiony tutaj przeglad podstawowych wynikéw obliczeniowej teorii uczenia sie
ma stuzy¢ jako pomocniczy material uzupelniajacy skrocony przeglad prezentowany
na wyktadzie 2 z przedmiotu Zaawansowane uczenie maszynowe. Zawiera on zwiezte
podsumowanie najwazniejszych tresci w punktach oraz dodatkowy szerszy komentarz w
ramkach.

1 Przyktadowe dziedziny, klasy pojec¢ i przestrzenie
modeli

Do ilustracji przedstawianych elementow teorii wykorzystamy przyktadowe dziedziny
oraz klasy poje¢ i przestrzeni modeli. Mozna je traktowaé jako uproszczone warianty
przestrzeni modeli, ktére sa stosowane takze przez niektoére praktyczne algorytmy ucze-
nia sie.

Prostokaty:
dziedzina: R? (punkty na plaszczyznie),
atrybuty: wspolrzedne kartezjanskie,

klasa pojec¢, przestrzen modeli: pojecia/modele reprezentowane przez prosto-
katy o bokach réownoleglych do osi uktadu wspoétrzednych, przyktady pozy-
tywne (klasy 1) wewnatrz i na brzegu prostokata, przyklady negatywne (klasy
0) na zewnatrz prostokata.
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Rysunek 1: Btad na zbiorze i btad rzeczywisty dla prostokatow.

Proste:
dziedzina: R? (punkty na plaszczyznie),
atrybuty: wspotrzedne kartezjanskie,
klasa pojec¢, przestrzen modeli: pojecia/modele reprezentowane przez proste,
przyktady pozytywne (klasy 1) po dodatniej stronie prostej i na prostej, przy-
ktady negatywne (klasy 0) po ujemnej stronie proste;.
Koniunkcje boolowskie:
dziedzina: {0,1}" (laficuchy binarne),
atrybuty: bity na kolejnych pozycjach,

klasa pojec¢, przestrzen modeli: pojecia/modele reprezentowane przez koniunk-
cje boolowskich literatow (literal pozytywny: a;, literal negatywny: —a;).

2 PAC-uczenie sie

Podstawowy model teoretyczny uczenia sie wykorzystywany do charakteryzowania jego
trudnosei i szans powodzenia okreSlany jest jako PAC (probably approzimately correct).
Chociaz na pierwszy rzut oka sformutowanie ,prawdopodobnie w przyblizeniu poprawne”
wydaje sie wyraza¢ dos¢ stabe gwarancje dotyczace wynikow uczenia sie, w istocie moga
byé¢ one stosunkowo mocne: pod pewnymi warunkami prawdopodobienstwo sukcesu
moze by¢ dowolnie duze (chociaz mniejsze niz 1), a gwarantowany btad modelu dowolnie
maly (chociaz wiekszy od 0).




Klasa poje¢ C dla dziedzinie X jest PAC-nauczalna za pomoca przestrzeni modeli H,
jesli

e istnieje algorytm uczenia sie uzywajacy H,

e ktorego uruchomienie z dostepem do zrodla przyktadow EX(S, ¢) oraz z parame-
trami € 1 6,

e daje w wyniku z prawdopodobienistwem co najmniej 1 — 4 model h € H, dla ktorej
€Q,C<h) S €,

e dla dowolnego pojecia ¢ € C, dowolnego rozktadu prawdopodobieristwa €2 na X
oraz dowolnych 0 <e <1i0<d < 1.

Przedstawiona definicja mowi o PAC-nauczalnosci jako o wlasciwosci klas pojeé i
przestrzeni modeli. Pewne klasy poje¢ mogg by¢ PAC-nauczalne za pomoca pewnych
przestrzeni modeli i oznacza to, ze istnieje dla nich algorytm, ktdérego zastosowanie
gwarantuje uzyskanie dowolnie niskiego btedu rzeczywistego (chociaz nie zerowego) z
dowolnie duzym prawdopodobienistwem (chociaz nie z pewnoscia). Algorytm taki jed-
nak musi mie¢ dostep do zrodla przyktadow trenujacych, dostarczajacego pary x,c(z),
gdzie przyktad x jest wybrany z dziedziny X zgodnie z ustalonym rozkladem prawdopo-
dobienistwa €2 — tym samym, wzgledem ktorego okreslany jest btad rzeczywisty. Mowimy
tu o zrodle przyktadéw trenujacych a nie o zbiorze trenujacym, aby uwzglednié¢ fakt, ze
do liczba przykladow trenujacych, jakie okaza sie potrzebne algorytmowi do uzyskania
btedu rzeczywistego nieprzekraczajacego € z prawdopodobienstwem co najmniej 1 — 0
moze zaleze¢ od wartosci € 1 J, wygodniej wiec w dyskusji teoretycznej zalozy¢, ze do-
stepne jest zrodto dostarczajace przyktadow na zadanie i algorytm moze pobraé z niego
tyle przyktadow, ile bedzie potrzeba. W dalszym ciggu wyniki teoretyczne maja jednak
zastosowanie do sytuacji praktycznych, w ktorych zazwyczaj dostepny jest zbior trenu-
jacy a nie zrodlo przyktadow, gdyz pozwalajg one okresli¢, jaka liczba przyktadéw bedzie
wystarczajaca do uzyskania zgdanego poziomu btedu z zadanym prawdopodobienstwem
albo jakiego btedu mozna oczekiwac z okreslonym prawdopodobienstwem przy ustalonej
liczbie dostepnych przyktadow.

Przyktad: prostokaty

Sposoéb postepowania przy dowodzeniu PAC-nauczalno$ci mozna w prosty sposob zilu-
strowa¢ dla dziedziny X = R? oraz klasy poje¢ i przestrzeni modeli reprezentowanych
przez prostokaty o bokach réwnoleglych do osi uktadu wspotrzednych. W tym przypadku
mamy H = C a blad rzeczywisty modelu h wzgledem pojecia c jest prawdopodobieri-
stwem Pq(R.—Rjp) wylosowania z rozkladu  okreslonego na dziedzinie punktu, ktory
nalezy do réznicy symetrycznej prostokata R, reprezentujacego pojecie i prostokata Ry




reprezentujacego model (tzn. punktu nalezacego do jednego z nich i nienalezacego do
drugiego z nich).

Poniewaz w definicji PAC-nauczalnosci jest mowa o istnieniu algorytmu gwarantuja-
cego uzyskanie zagdanego poziomu btedu z zadanym prawdopodobiefistwem, rozwazymy
przyktadowy algorytm najciasniejszego dopasowania, ktory jako model zwraca najmniej-
szy prostokat zawierajacy wszystkie przyktady pozytywne. Latwo zauwazyé, ze dla do-
wolnego modelu h znajdowanego przez ten algorytm mamy R, C R., co oznacza, ze
R.—R, = R.— Ry,

Rozwazajac warunki wystarczajace do uzyskania modelu o btedzie nieprzekracza-
jacym e mozna z gory wykluczyé z rozwazan przypadek poje¢ c takich, dla ktérych
prawdopodobieristwo Py (R.) wylosowania punktu nalezace do do reprezentujacego je
prostokata R. jest wieksze niz e, gdyz w przeciwnym przypadku dla dowolnego mo-
delu h uzyskanego z uzyciem algorytmu najciasniejszego dopasowania bedziemy mieé
Po(R. — Ry) < Po(R.) <e.

1. Algorytm najciasniejszego dopasowania (model — najmniejszy prostokat zawiera-
jacy wszystkie przyklady pozytywne).

2. R., R;, — prostokaty reprezentujace pojecie ¢, model h.
3. Wystarczy rozwazy¢ przypadek c takiego, ze P(R.) > e.
4. Odcinamy z boku R, margines o prawdopodobieristwie §.

5. Powtarzajac to dla kazdego boku uzyskujemy ,ramke” o prawdopodobieristwie po-
nizej €.

6. Model ma btad ponizej €, jesli w kazdym marginesie § znajduje si¢ przyktad tre-
nujacy.

7. Prawdopodobieristwo sytuacji przeciwnej mozna ograniczy¢ przez:

4(1— i)m < e ™i < §

gdzie m jest liczbg przykladow trenujacych (w ostatnim kroku wykorzystania nie-
rownosé 1 + a < e dla dowolnego «).

8. Wystarczy odpowiednio wiele przykladow:

m > %(lnél—{—ln%)




Kluczowym krokiem rozumowania jest scharakteryzowanie warunkéw wystarczajacych
do uzyskania modelu o bledzie nieprzekraczajacym e, a nastepnie ograniczenie prawdo-
podobienstwa, ze warunki te nie beda spelnione, przez 0. W przypadku prostokatow
konstrukcja polegajaca na wyznaczaniu przy kazdym boku margineséw o prawdopodo-
bienstwie £ i w ten sposob wycigciu ,ramki” o prawdopodobienistwie ponizej € stuzy
wlasnie sformutowaniu warunkow wystarczajacych do uzyskania modelu o bltedzie po-
nizej e: wystarczy, jesli kazdy bok prostokata reprezentujacego model ,zachodzi” na te
ramke. Nie jest to oczywiscie jedyna sytuacja, w ktorej model bedzie miat wystarczajaco
maly btad, ale rozwazamy warunki wystarczajace do uzyskania takiego btedu a nie wa-
runki konieczne. Gdy juz te warunki wystarczajace zostaly okreslone, wyznaczane jest
prawdopodobieristwo (a wlasciwie gorne ograniczenie prawdopodobieristwa, ze nie zo-
stang one spelnione) — w tym przypadku jest to prawdopodobienistwo, ze przynajmniej
jeden z marginesow § nie zawiera zadnego przykladu trenujacego. Poniewaz prawdo-
podobienstwo to maleje wraz ze wzrostem liczby przykltadow trenujacych, to moze by¢
ograniczone przez dowolne 6 > 0 pod warunkiem uzycia wystarczajaco duzej liczby

przyktadow m.

3 PAC-uczenie sie dla algorytméw spdéjnych

Zasadniczy schemat rozumowania dotyczacego PAC-nauczalnosci prostokatéw moze by¢
powtorzony w bardziej ogbélnym zastosowaniu do wykazania PAC-nauczalnosci dla klas
pojec¢ i przestrzeni modeli, dla ktérych istniejg algorytmy spdjne: takie, ktére znajduja
zawsze model spojny, tzn. model o zerowym bledzie na zbiorze trenujacym.

Spéjna model: zerowy blad na zbiorze trenujacym.

Spojny algorytm uczenia sie: zwraca sp6jny model albo zawodzi, jesli takiego modelu
nie ma w przestrzeni modeli H.

Niezawodnos$¢ spdjnego uczenia sie: mozna zagwarantowaé tylko, jesli C C H.
Przestrzen wersji: zbior wszystkich spojnych modeli:

VSH7T<C) = {h cH | eS,c(h) = O}

Oczywiscie jesli C € H, to w przestrzeni modeli moze nie istnie¢ model spéjny. W
takim przypadku przyjmiemy, ze algorytm spojny zawodzi (nie zwraca modelu). Jednak
bedziemy teraz bra¢ pod uwage przypadek, gdy C C H, kiedy mozna zagwarantowac,
ze istnieje model spojny. Zbior wszystkich modeli spéjnych jest nazywany przestrzenia
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Rysunek 2: PAC-nauczalno$¢ dla prostokatow.



wersji. Algorytm spojny zwraca jako wynik jeden z tych modeli. Zobaczymy, ze mozna
zagwarantowa¢ dowolnie maly (ale niezerowy) poziom bledu rzeczywistego takiego mo-
delu.

3.1 Przykfadowe spéjne algorytmy

Wiemy juz, ze istnieje spéjny algorytm uczenia sie dla klasy poje¢ reprezentowanych
przez prostokaty uzywajacy identycznej z nig przestrzeni modeli reprezentowanych przez
prostokaty: jest to wykorzystywany przy dowodzeniu PAC-nauczalnosci prostokatow al-
gorytm najciadniejszego dopasowania. Jesli prawdziwe pojecie jest reprezentowane przez
prostokat, to model reprezentowany przez najmniejszy prostokat zawierajacy wszystkie
przyktady pozytywne oczywiscie jest spojny.

Rowniez dla klasy pojeé i przestrzeni modeli reprezentowanych przez koniunkcje bo-
olowskie latwo poda¢ algorytm spéjny, zreszta w pewnym sensie analogiczny do algo-
rytmy najcia$niejszego dopasowania. Wezmy pod uwage algorytm, ktory przetwarza
kolejno przyktady trenujace i modyfikuje model na ich podstawie. Niech poczatkowy
model bedzie koniunkcja stale rowna 0 (zawsze falszywa) zawierajaca dla kazdego atry-
butu literal pozytywny i literal negatywny. Wszystkie koniunkcje, ktore zawieraja literal
pozytywny i negatywny dla tego samego atrybutu to state 0 logiczne, natomiast przy-
jecie jako poczatkowej koniunkcji zawierajacej taka pare literalow dla kazdego atrybutu
jest w tym przypadku wygodne. Koniunkcja ta klasyfikuje poprawnie wszystkie przy-
ktady negatywne, natomiast wymaga modyfikacji w celu uzyskania poprawnej klasyfi-
kacji przyktadow pozytywnych. Dla kazdego przyktadu pozytywnego wystarczy usunaé
z koniunkcji wszystkie te literaly, ktore dla tego przykladu nie sg spetnione. Jesli praw-
dziwe pojecie ¢ jest reprezentowane przez koniunkcje boolowska, to w ten sposob zostanie
znaleziona koniunkcja reprezentujaca model spojny.

Prostokaty: algorytm znajdujacy najmniejszy prostokat zawierajacy wszystkie przy-
ktady pozytywne (algorytm najciasniejszego dopasowania).

Koniunkcje boolowskie: algorytm usuwajacy z poczatkowej koniunkeji a; A —ay A ag A
—ag A - A ap A Day, wszystkie literaty, ktore nie sg spetnione dla ktoregokolwiek
przyktadu pozytywnego.

3.2 Bftad rzeczywisty spéjnych modeli

1. Poniewaz algorytm spojny moze zwroci¢ dowolny model spojny, wiec potrzebujemy
ograniczenia btedu rzeczywistego dowolnego takiego modelu.

2. Przestrzen wersji jest e-wyczerpana jesli blad rzeczywisty wszystkich nalezacych
do niej modeli nie przekracza e.




3. Prawdopodobienistwo, ze pewien model o btedzie rzeczywistym powyzej € nalezy
do przestrzeni wersji nie przekracza:

(1 o E)m S e Me
gdzie m jest liczba przyktadéw trenujacych.

4. Dla skoniczonej przestrzeni modeli prawdopodobienistwo, ze ktorykolwiek model z
przestrzeni wersji ma btad rzeczywisty powyzej € nie przekracza:

e
5. Zatem dla dowolnego spdjnego modelu h:
P(eqc(h) >¢€) < |H|e ™
6. Ograniczamy przez 9:
|Hje™™ < §

1 1
> —(In |[|H| + In =
m 2 ~ (o ] +1n 3)

7. Algorytmy spojne uzywajace skoniczonej przestrzeni modeli moga osiagnaé dowol-
nie maly blad, mimo podatnosci na nadmierne dopasowanie (wystarczy odpowied-
nio wiele przyktadow).

8. Dla ustalonej liczby przykladéw mozna okresli¢, jak duzy moze byé¢ btad rzeczy-
wisty.

Podobnie jak w przykladzie dotyczacym prostokatow, kluczowym krokiem rozumo-
wania jest sformulowanie warunkéw wystarczajacych do uzyskania modelu o bledzie
rzeczywistym nieprzekraczajacym e. Poniewaz o zwracanym przez spojny algorytm mo-
delu wiadomo tylko tyle, ze nalezy do przestrzeni wersji, do uzyskania takiego bledu
wystarczy, ze kazdy model z przestrzeni wersji (tzn. kazdy spojny model) ma blad nie
wiekszy niz e. Nastepnie nalezy ograniczy¢ prawdopodobieristwo sytuacji przeciwnej,
tzn. takiej, ze w przestrzeni wersji znajduje sie jaki§ model o bledzie powyzej €, przez
0. Przy wyznaczaniu tego prawdopodobienstwa przyjmujemy zalozenie, ze przestrzen
modeli H jest skonczona.

Poniewaz prawdopodobienstwo, ze przestrzen wersji zawiera model o zbyt duzym btle-
dzie, maleje przy wzroscie liczby przyktadow trenujacych, mozna wyznaczy¢ liczbe przy-
kltadéw m wystarczajaca do uzyskania z prawdopodobienstwem 1 — ¢ modelu o bledzie
rzeczywistym nieprzekraczajagcym €. Z kolei dla ustalonego m mozna przeksztalcajac
nier6wnos$¢ wyznaczy¢ ograniczenie na €, tzn. okresli¢, jaki poziom bledu rzeczywistego
moze byé¢ zagwarantowany z prawdopodobienstwem 1 — ¢, jesli dostepny jest zbiér m
przyktadow trenujacych.




Zastosowanie obu tych ograniczen wymaga wyznaczenia rozmiaru przestrzeni modeli
(lub jego gornego ograniczenia). Ponizej przedstawione sa przyklady wyznaczania roz-
miaru przyktadowych skonczonych przestrzeni modeli.

Przyktad: koniunkcje boolowskie

Dla kazdego atrybutu koniunkcja boolowska moze zawiera¢ literat pozytywny, negatywny
lub nie zawiera¢ go w cale. Dodatkowo nalezy uwzgledni¢ koniunkcje ,zerowa” (stale
niespelniong).

|H| =3"+1

Przyktad: dowolne funkcje boolowskie

Wszystkie mozliwe sposoby etykietowania wszystkich mozliwych 2" przykladow z dzie-
dziny:
|H| = 2*"

Przyktad: binarne drzewa decyzyjne

e Bardziej zlozona reprezentacja modeli dla dziedziny {0,1}" i zbioru klas C' =
{0,1}:
wezet: binarny podzial wedlug wartosci jednego atrybutu,
lis¢: klasa.

e Bez ograniczenia rozmiaru: przestrzen modeli rownowazna przestrzeni dowolnych

funkcji boolowskich:
H| = 2

e Rozwazmy drzewa o ograniczone] glebokosci.

1. Hy — zbior modeli reprezentowanych przez (doktadnie) k-poziomowe drzewa
(doktadnie k poziomow weztow).

2. |Hp| = 2 (brak wezlow, jeden 1is¢, dwie mozliwe klasy).

3. |Hg| = n|Hg_1|* (n mozliwych podziatéw, dwa poddrzewa (k—1)-poziomowe):

|H1‘ =4n
|H,| = 16n°




4. Niech Lj = log, |Hy|:

Ly = logon + 2L
logon + 2Ly
Ly— Ly =2Ly 1 — 2Ly

Ly =3Lk1 — 2Ly

h
T
I

Ly=1
L; = logyn+2
Ly = 3logyn +4

5. Wielomian charakterystyczny: t2 — 3t + 2, miejsca zerowe: ¢, = 1,t, = 2:
Lk == a22k + Ckllk
6. Wartosci aq, as mozna wyznaczy¢ na podstawie Lg, L:

Ly = (logyn + 1)2F —log,n

Przedstawione wyniki teoretyczne majg dwa glowne ograniczenia. Po pierwsze, doty-
cza one spdjnego uczenia sie, ktore jest niezawodne tylko jesli H zawiera model doktad-
nie pasujaca do (dowolnych) przykladow trenujacych, co mozna zagwarantowaé tylko w
przypadku, gdy ¢ € H. Aby mie¢ taky pewnosé, zakladaliSmy dotad, ze ze C C H. Po
drugie, konieczne byto zalozenie skoriczonosci przestrzeni modeli, ktérej rozmiar wyste-
puje w wyprowadzonym ograniczeniu na wymagang liczbe przyktadéw. Obecnie zoba-
czymy, w jaki sposob obliczeniowa teoria uczenia si¢ przezwycieza oba te ograniczenia.

4 Agnostyczne uczenie sie

Zaczynamy od ograniczenia dotyczgcego spojnosci. Zamiast spojnego uczenia sie wezmy
pod uwage agnostyczne uczenie sie, w ktorym dopuszczamy, ze w przestrzeni modeli
moze nie by¢ modelu dokladnie dopasowanego do przyktadoéw trenujgcych.

e Brak pewnosci, czy ¢ € H.

e Nie mozna zagwarantowa¢ dowolnie matego btedu, ale mozna zagwarantowaé do-
wolnie malg réznice miedzy bledem rzeczywistym a btedem na zbiorze trenujacym.
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Nie majac pewnosci, czy prawdziwe pojecie docelowe znajduje sie w przestrzeni modeli,
nie mozemy juz narzuci¢ warunku, ze model bedacy wynikiem uczenia sie ma zerowy
btad na zbiorze trenujacym. Z tego samego powodu nie mozna tez zagwarantowac, ze
jego blad rzeczywisty stanie sie dowolnie maty po uzyciu wystarczajaco wielu przyktadow
trenujacych, co jest istota PAC-naruszalnosci. Okazuje sie jednak, ze mozliwe sa inne
— nieco stabsze, ale réwniez uzyteczne — gwarancje. Dotycza one maksymalnej roéznicy
miedzy btedem modelu na zbiorze trenujagcym a jego bledem rzeczywistym. Mozna otdz
zagwarantowac, ze pod pewnymi warunkami roznica ta staje sic dowolnie matla.

e Ryzyko zbyt duzego bledu dla pewnej ustalonego modelu h (na podstawie nierdw-
nosci Hoeffdinga):
P(eq.(h) > erc(h) +¢€) < e 2me’

Wyniku teoretycznego, o ktérym mowa, nie bedziemy tym razem w pelni wyprowadzac,
lecz wykorzystamy jako punkt poczatkowy wywodu nieréwno$é¢ Hoeffdinga, ktora doty-
czy w ogo6lnosci maksymalnej réznicy miedzy suma niezaleznych zmiennych losowych a
wartos$ciag oczekiwana tej sumy. W naszym zastosowaniu, zapisanym wyzej, ogranicza
ona prawdopodobienstwo tego, ze btad rzeczywisty pewnej ustalonego modelu przekra-
cza jego blad na zbiorze trenujgcym o wiecej niz e.

e Ryzyko zbyt duzego bledu dla ktoregokolwiek modelu h € H:
Pleqe(h) > ero(h) +¢) < [H|e 2

Jesli chcemy zagwarantowac, ze zaden model z przestrzeni modeli nie ma btedu rzeczy-
wistego przekraczajacego jego btad na zbiorze trenujacym o ponad €, musimy wzia¢ pod
uwage, ze modelem naruszajacym ten warunek mogltby by¢ ktorykolwiek model z prze-
strzeni H. Analogicznie jak w wyprowadzeniu dla sp6jnego uczenia sie wprowadzamy
wiec mnoznik |H]| (teraz roéwniez zakladajac skoficzono$é przestrzeni modeli), gdyz mo-
wimy o alternatywie (sumie) zdarzan (pierwszy model ma zbyt duzy btad lub drugi
model ma zbyt duzy btad itd.). W rezultacie otrzymujemy ograniczenie prawdopodo-
bieristwa ,niepowodzenia” polegajacego na tym, ze ktorykolwiek (przynajmniej jeden)
model z H ma zbyt duzy blad.

e Ograniczamy przez 9:
’H‘e—QmEQ S 5

1 1

1 1
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Dalszy ciag wywodu jest juz identyczny jak poprzednio. Ograniczajac uzyskane praw-
dopodobienistwo ,niepowodzenia” przez ¢ uzyskujemy ograniczenie na liczbe przyktadow
m wystarczajacg do zapewnienia, ze dla dowolnego modelu z przestrzeni hipotez jego
btad rzeczywisty nie przekracza jego bledu na zbiorze trenujacym o wiecej niz €, a takze
analogiczne ograniczenie na € przy ustalonej liczbie przyktadow m.

e Stad z prawdopodobienstwem 1 — §:

1 1
< - _
eq.c(h) <er.(h)+ \/Qm(ln |H| + In 5)

Biorac uzyskana graniczna warto$¢ € mozna ten ostatni wynik mozna réwniez przefor-
mutowaé¢ do postaci nier6wnosci opisujgcej maksymalny poziom bledu rzeczywistego.

e Ograniczenie dotyczy to wszystkich modeli.

e Nie ma gwarancji, ze algorytm znajdzie najlepszy model.

Warto zauwazy¢, ze w przedstawionym wywodzie nie zakladaliémy niczego na temat al-
gorytmu uczenia sie, opierajac sie na wlasciwosciach wszystkich modeli z przestrzeni H.
Wyprowadzone ograniczenia zachodza dla dowolnego modelu, a wiec takze dla tego, jaki
zwrocitby jakikolwiek algorytm uzywajacy tej przestrzeni modeli. Poszczegdlne modele
z H moga sie znacznie rézni¢ poziomem bledu i nie mamy zadnej gwarancji, ze algorytm
wybierze najlepsza z nich — gwarancja dotyczy wylacznie réznicy miedzy bledem rze-
czywistym a bledem na zbiorze trenujacym. Nawet jednak taka gwarancja jest bardzo
uzyteczna, gdyz stosujac konkretny algorytmem mozemy na podstawie jego bltedu na
zbiorze trenujacym okresli¢ oczekiwania dotyczace maksymalnego btedu rzeczywistego.

5 Wymiar Vapnika-Chervonenkisa

W przedstawionych wyzej ograniczeniach dotyczacych spojnego uczenia sie oraz agno-
stycznego uczenia sie wystepuje rozmiar przestrzeni modeli, o ktorej musieliémy zalozy¢,
ze jest skoniczona. W obu przypadkach rozmiar przestrzeni modeli mozna traktowaé jako
charakterystyke jej ztozonosci, a tym samym ztozonosci calego procesu uczenia sie. Im
wieksza jest przestrzenn modeli do przeszukania, tym wiecej przyktadéw trenujacych po-
trzeba, aby zagwarantowa¢ wymagany poziom bledu, a przy ustalonej liczbie przyktadow
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— tym wiekszego bledu mozna oczekiwaé¢. Jednak rozmiar przestrzeni modeli jest nie-
doskonalg miara jej zlozonosci. Nie ma ona w ogole zastosowania do nieskonczonych
przestrzeni modeli, a nawet dla skonczonych przestrzeni modeli moze nie w pelni wta-
Sciwie charakteryzowaé ztozono$¢. Doskonalszg miarg ztozonosci przestrzeni modeli jest
wymiar Vapnika-Chervonenkisa (wymiar VC).

5.1 Definicja
e Dla k przyktadow i C = {0, 1} istnieje 2¥ mozliwych etykietowari.

e VC(H) — maksymalna wartos¢ k taka, ze istnieje k przyktadow z X, dla ktorych
kazde sposrod 2F mozliwych etykietowari jest realizowane przez pewien model z H.

e VC(H) = oo jesli dla dowolnego k istnieje k przyktadow z X, dla ktorych kazde
sposérod 2F mozliwych etykietowan jest realizowane przez pewien model z H.

e Miara ztozonosci (pojemnosci, sity wyrazu) przestrzeni modeli lepsza niz jej roz-
miar.

e Maksymalna liczba przykladow, ktora na pewno mozna doktadnie klasyfikowaé dla
dowolnego pojecia c.

Wymiar VC charakteryzuje zlozono$¢ przestrzeni modeli nie na podstawie ich liczby,
lecz na podstawie maksymalnej liczby przyktadéw dajacych sie dowolnie zerojedynkowo
etykietowaé¢ (a wiec separowac) za pomoca modeli 7 tej przestrzeni. Wartoscia VC(H)
jest maksymalna taka liczba k, ze w dziedzinie da sie znalez¢ k takich przykladow,
ze kazde sposrod ich 28 mozliwych zerojedynkowych etykietowan jest realizowane przez
pewien model. Jesli £ moze by¢ dowolnie duze, to wymiar VC uznaje si¢ za nieskoriczony.

Wymiar VC faktycznie oddaje ,,pojemnos¢” lub ,site wyrazu” przestrzeni modeli, gdyz
jest to maksymalna liczba przyktadow, dla ktorych na pewno da sie uzyska¢ doktadna
klasyfikacje za pomoca pewnego modelu, niezaleznie od tego, jakie jest pojecie doce-
lowe c.

e Jesli VC(H) = ki przestrzen H jest skoficzona, to 28 < |H], czyli VC(H) < log, |H].

Dla skoticzonych przestrzeni modeli wymiar VC jest rowniez skoniczony i moze by¢ ogra-
niczony przez logarytm dwdjkowy z jej rozmiaru.
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Wyznaczanie wymiaru VC nie zawsze jest proste. Zwykle nieco tatwiej uzyskaé jego
dolne ograniczenie (tzn. wskaza¢ pewna wartos$¢ k taka, ze istnieje k dowolnie etykieto-
walnych przykladow, a wiec VC(H) > k) niz gorne (tzn. wykaza¢, ze dla pewnego k zadne
k przyktadow nie da sie dowolnie etykietowac). Istnieja publikacje naukowe poswiecone
wyznaczaniu wymiaru VC dla réznych interesujacych przestrzeni modeli. Nas tutaj jed-
nak interesuje przede wszystkim lepsze intuicyjne zrozumienia, czym jest wymiar VC,
w zwigzku z tym wystarczy nam przesledzenie kilku niezbyt ztozonych przykladow.

Przyktad: prostokaty
n =1 (przedziaty na prostej): VC(H) = 2

n = 2 (prostokaty na ptaszczyznie): VC(H) = 4 (latwo wskazac¢ 4 punkty dla ktorych
sg mozliwe wszystkie etykietowania, ale nie jest to mozliwe dla zadnych 5 punktow
— nie mozna nadaé¢ innej etykiety czterem punktom lezagcym na najmniejszym
prostokacie obejmujacym wszystkie przyktady a innej piatemu punktowi)

n > 2 (hiperprostopadtosciany: VC(H) = 2n?

Przyktad: proste
n =1 (podziat prostej punktem): VC(H) = 2

n = 2 (podziat ptaszczyzny prosta): VC(H) = 3 (tatwo wskazac¢ 3 punkty dla ktorych
sg mozliwe wszystkie etykietowania, ale nie jest to mozliwe dla zadnych 4 punktow
— nie mozna daé¢ innej etykiety punktom lezacym na dwoch réznych przekatnych
czworokata)

n > 2 (podziat przestrzeni hiperptaszczyzna: VC(H) =n + 17

Przyktad: sinus
Dziedzina: X = R, atrybut a;(z) = x.

Przestrzen modeli: H zawiera wszystkie modele reprezentowane przez funkcje sinus:

1 jesli sin(azx) >0
hz) = .
0 w przeciwnym przypadku

dla dowolnie ustalonego parametru a.

11 1

Wymiar VC: dla dowolnego k przyktady 5,7,..., 5%

modelami z H — a wiec VC(H) = oo.

moga by¢ dowolnie etykietowane
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Przyktad przestrzeni modeli reprezentowanych przez funkcje sinus podwaza intuicje,
jaka mogly nasuwa¢ wczesniejsze przyktady, ze wymiar VC jest zawsze $cile zwigzany
z liczbg parametrow niezbedng do reprezentacji modeli (takich jak wspolrzedne wierz-
choltkéw prostokata lub hiperprostopadto$cianu albo wspoétczynniki rownania prostej lub
hiperptaszczyzny). Tak moze czesto by¢, lecz W przypadku funkeji sinus mamy jeden
parametr, ktory moze by¢ tak dobrany, aby dowolnie etykietowa¢ dowolnie wiele przy-
ktadéw, co oznacza, ze wymiar VC jest nieskorniczony.

Przyktad: koniunkcje
n = 3: VC(H) > 3 (wszystkie etykietowania mozliwe dla 100, 010, 001).

n>3: VO(H) = n?

5.2 Zastosowanie

Wymiar VC moze by¢ uzyty jako miara ztozonosci przestrzeni modeli do wyprowadze-
nia ograniczenn na wymagang liczbe przyktadéw dla scenariuszy spdjnego uczenia sie i
agnostycznego uczenia sie, zastepujac w tej roli rozmiar przestrzeni modeli i eliminujac
zalozenie o jej skoriczonosci. Wyprowadzenie tych ograniczen jest bardziej ztozone i nie
bedziemy go przedstawia¢, podajac gotowe wyniki. Jednak ich interpretacja jest taka
sama, jak analogicznych wynikéw przedstawionych poprzednio.

Spdjne uczenie sie: do uzyskania przez spojny algorytm uczenia sie z prawdopodo-
bienstwem co najmniej 1 — § model o btedzie rzeczywistym nieprzekraczajacym e
wystarczy:

1 2 1
m > — (4 log, = + 8VC(H) log, —3>
€ 0 €

przyktadow trenujacych.

Agnostyczne uczenie sie: z prawdopodobienstwem 1 — §:

1 2m 4
h) < h — H)(In——-—+1 In -
cac(h) < er )+\/m (VC( )( v e )+ n(s)
6 Podsumowanie wnioskéw z teorii
e Zbyt bogata przestrzen modeli — duze |H| lub duze VC(H) — zwieksza ryzyko

nadmiernego dopasowania (potrzeba wiecej przyktadow trenujacych, aby uzyskaé
7 wystarczajaca pewnoscia wystarczajaco maty btad).
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e Zbyt uboga przestrzei modeli zwieksza ryzyko niedopasowania (mniejsza szansa,
ze istnieje w model o wystarczajaco matym btledzie).

e Konieczna rownowaga.

e W praktyce spdjne uczenie sie zwykle nie jest pozadane, gdyz nie ma dostepu
do wystarczajaco wielu przyktadow trenujgcych, a czesto nie jest takze mozliwe,
gdyz uzywana przestrzen modeli nie zawiera modelu o zerowym btledzie na zbio-
rze trenujacym (np. dlatego, ze zestaw dostepnych atrybutow nie wystarcza do
odrézniania przyktadow roznych klas).

e Praktyczne algorytmy moga uzywaé¢ pojemnych przestrzeni modeli, lecz zmniejszac
efektywny wymiar VC przez dodatkowe mechanizmy ograniczajace nadmierne do-
pasowanie.

e Brzytwa Ockhama — preferencja dla prostych modeli.

Teoria indukcyjnego uczenia sie pojeé, ktorej wybrane podstawowe elementy przed-
stawiliSmy, dostarcza pewnych istotnych gwarancji dotyczacych mozliwosci uzyskania
modeli o matym btedzie. Dzieki niej oczekiwanie, ze indukcyjne uczenie si¢ ,dziata”, nie
jest oparte tylko na nadziei i intuicji, lecz rowniez na pewnych twardszych podstawach.
Jednak intuicja takze moze korzystaé z tej teorii, pozwalajac nam lepiej zrozumieé¢, co
czyni zadanie uczenia sie ,trudnym”. Okazuje sie, ze ,pojemne” przestrzenie modeli,
ktore moglyby sie wydawa¢ korzystne jako zwiekszajace szanse, ze zawierajg odpowied-
nio dobre modele, zwickszaja ztozono$¢ uczenia sie, wymagania na liczbe przyktadow i
ryzyko nadmiernego dopasowania.

Nasza dyskusja dotyczyta dwoch scenariuszy uczenia si¢, spéjnego i agnostycznego.
Sposrod nich ten drugi jest blizszy potrzeb praktycznych — spdjne uczenie sie dla rze-
czywistych zadan jest czesto niemozliwe (jesli zbior trenujacy zawiera przyklady o jed-
nakowych wartosciach atrybutow nalezace do roznych klas), a takze czesto niepozadane
ze wzgledu na ryzyko nadmiernego dopasowania (jesli liczba przyktadow trenujacych nie
jest na tyle duza, aby blad rzeczywisty mogt by¢ wystarczajaco maty).

Praktyczne algorytmy niekiedy godza uzywanie bogatych przestrzeni modeli (o du-
zym wymiarze VC) z ograniczeniem ryzyka nadmiernego dopasowania przez stosowa-
nie mechanizméw zabezpieczajacych, ktore duzy ,teoretyczny” wymiar VC redukuja do
mniejszego ,efektywnego” wymiaru. Takim mechanizmem moze byé¢ np. preferencja dla
prostszych modeli, okreslana jako zasada brzytwy Ockhama — co jest nawigzaniem do
$redniowiecznego filozofa Wilhelma Ockhama, ktory wzywal do preferowania prostszych
wyjasnien pytan metafizycznych.
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