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Przedstawiony tutaj przeglad podstawowych algorytméw uczenia sie ma stuzyé jako
pomocniczy material uzupetiajacy skrocony przeglad prezentowany na wyktadach 21 3
z przedmiotu Zaawansowane uczenie maszynowe. Zawiera on zwiezte podsumowanie
najwazniejszych tresci w punktach oraz dodatkowy szerszy komentarz w ramkach.

1 Drzewa decyzyjne

Drzewa decyzyjne sa prosta metoda reprezentacji modeli do uczenia si¢ poje¢ dostoso-
wang do wymogéw praktycznych zastosowan. Poniewaz algorytmy uzywajace tej repre-
zentacji — nazywane algorytmami indukcji drzew decyzyjnych — zwykle uzywaja réwniez
podobnych mechanizméw tworzenia modeli, terminem ,drzewa decyzyjne” okresla sie
potocznie czesto nie tylko modele, lecz takze te algorytmy. Nalezg one do najczesciej
uzywanych algorytmow uczenia si¢ pojec.

1.1 Reprezentacja modeli

Wezty: podzialy (testy) na podstawie warunkow dotyczacych wartosci atrybutow ¢ :
X — Rt.

Gatezie: dla kazdego wyniku r € R, podzialu t w wezle prowadzg z tego wezla do jego
wezlow potomnych.

Liscie: klasy lub prawdopodobienistwa klas.




Drzewo decyzyjne jest rekurencyjna struktura ztozona z weztow i lisci. Wezly repre-
zentuja podzialy (zbioru trenujacego i dziedziny) dokonywane na podstawie pewnych
warunkow, nazywanych takze testami. Test mozemy traktowac¢ jako funkcje t, ktora
kazdemu przykladowi przypisuje jeden z mozliwych wynikéw podzialu R;. Szczegol-
nie popularne sa podzialy binarne o dwoch wynikach, lecz moga by¢ takze stosowane
podzialy wielowartosciowe. Kazdemu mozliwemu wynikowi podziatu odpowiada jedna
gataz wychodzaca z wezta i prowadzaca do wezta lub liscia na nizszym poziomie.

O lidciach zatozymy, ze zawieraja etykiety klas, przypisywane przyktadom w czasie pre-
dykcji. Zwykle sa tam rowniez przechowywane prawdopodobieristwa poszczegolnych
klas, umozliwiajgce predykcje probabilistyczna.

Proces predykcji: przyktad x propagowany od korzenia drzewa do liscia Sciezkg wyzna-
czang przez wyniki podzialow w kolejnych odwiedzonych weztach 1 (z), t2(x), .. .,
klasa z osiagnietego liscia jest wartoscia h(z).

Predykcja za pomoca drzewa decyzyjnego polega na propagacji przyktadu od korzenia
drzewa do pewnego lidcia, ktorego klasa staje sie wynikiem predykecji. W kazdym wezle
do przyktadu stosowany jest podzial, ktérego wynik wyznacza wezet lub liéé¢, do ktorego
przyktad trafia schodzac nizej.

Dekompozycja dziedziny/zbioru danych: z kazdym weztem lub liciem n jest zwia-
zany odpowiedni podzbior X,, dziedziny X i odpowiedni podzbior S, dowolnego
zbioru danych S, zawierajacy przyklady, ktére docieraja do tego wezta lub liscia,
jesli sa propagowane z korzenia drzewa Sciezkami wyznaczanymi przez wyniki ko-
lejnych podziatow.

Drzewo decyzyjne mozna interpretowaé jako reprezentacje dekompozycji zbioru trenu-
jacego i dziedziny na podzbiory (regiony), wyznaczang przez podzialy w weztach. Z
kazdym wezltem mozna zwiagzaé¢ odpowiedni podzbioér zbioru trenujgcego i dziedziny,
ztozony z przyktadow, ktore do tego wezta docieraja, gdy propaguje sie je w dot od
korzenia.

Typy podziatéw dla atrybutéw dyskretnych:
wielowartoSciowe na podstawie wartoéci atrybutu: ¢(z) = a(x)

binarne na podstawie réwnosci:

Ha) = {1 jezeli a(x) = v

0 w przeciwnym przypadku




wielowartoéciowe na podstawie podzbioréw wartosci atrybutu:

1 jezelia(z) € V3
2 jezeli a(x) € Vjy

t(z) =

k jezeli a(x) € Vi

binarne na podstawie przynaleznosci do zbioru:

1 jezelia(x) €V
t(x) = )
0 w przeciwnym przypadku

Typy podziatéw dla atrybutéw ciagtych:

binarne na podstawie nieréwnosci:

1 jezeli a(x) <w
t(x) = )
0 w przeciwnym przypadku

wielowarto$ciowe na podstawie przedziatéw wartosci atrybutu:

1 jezeli a(z) € (—o0,v]

2 jezeli a(x) € (v, vo]

t(z) =

k jezeli a(x) € (vg—1,00)

Podzial jest funkcja definiowana na podstawie wartosci atrybutow opisujagcych przy-
ktady. Tutaj ograniczamy si¢ do podzialéw opartych na pojedynczych atrybutach, jakie
sa stosowane przez praktycznie wszystkie implementacje bedace w powszechnym uzyciu.
Podziaty uzywajace wielu atrybutow moga uprosci¢ drzewo, lecz zwiekszaja ztozonosé

algorytmu budowy drzewa.

Mozliwe typy podziatow zaleza od typow atrybutéow. Najczesciej stosowane z nich sag
wymienione wyzej. Zwykle stosuje sie¢ albo wytacznie podziaty binarne, albo wielowar-

tosciowe — nie mieszajac ich w ramach tego samego drzewa.

Wymiar VC: nieskoriczony dla atrybutéw ciggtych, réwny liczbie wszystkich mozliwych
roznych wektorow wartosci atrybutow dla atrybutéw dyskretnych — ryzyko nad-

miernego dopasowania.



Przestrzen modeli reprezentowanych za pomoca drzew decyzyjnych jest ,pojemna”. Bu-
dujac odpowiednio glebokie drzewo mozna wyrazi¢ za pomoca sekwencji podzialéw do-
wolne warunki przynaleznosci przyktadow do klas, oparte na sprawdzaniu wartosci atry-
butéw. Oznacza to zatem, ze dowolnie wiele réznych przyktadow (o réznych wartosciach
atrybutéw) mozna poetykietowa¢ na wszystkie mozliwe sposoby. Wymiar VC tej prze-
strzeni modeli jest wiec réwny liczbie wszystkich réznych wektoréw wartosci atrybutow,
jesli uzywane sa wytacznie atrybuty dyskretne, a staje si¢ nieskoniczony w przypadku
uzycia atrybutow ciaglych. Jest to wiec bardzo pojemna przestrzen modeli, co zwiek-
sza ryzyko nadmiernego dopasowania. Jednak dzieki mechanizmom ograniczajacym to
ryzyko efektywny wymiar VC staje sie nizszy, gdyz algorytmy budowy drzew decyzyj-
nych dzieki stosowanym ograniczeniom nie wykorzystuja calej ,pojemnosci” przestrzeni
modeli.

Zauwazmy przy okazji, ze w przypadku dziedziny na ktérej okreslone sa dwa atrybuty
ciagle oraz dla zbioru klas C' = {0, 1} przestrzeni modeli reprezentowanych przez drzewa
decyzyjne jest nadzbiorem rozwazanej w przyktadach dotyczacych obliczeniowej teorii
uczenia sie przestrzeni modeli reprezentowanych przez prostokaty o bokach rownoleglych
do osi uktadu wspotrzednych. Faktycznie, dla dowolnego takiego prostokata bez trudu
mozna wskazaé reprezentujace go drzewo, zawierajace cztery podzialy. Zademonstrowa-
nie tego pozostawiamy jako ¢wiczenie.

1.2 Zstepujaca budowa drzewa
e Sekwencja decyzji:
kryterium stopu: wezel czy 1is¢?
wybdr klasy dla liscia: jaka predykcja najlepsza w liSciu?
wyboér podziatu dla wezta: jaki podzial najlepszy w wezle?

e Ten sam schemat powtarzany dla korzenia drzewa, jego wezléw potomnych, ich
weztow potomnych itd.

Proces budowy drzewa stosowany w typowych algorytmach jest zstepujacy: zaczyna
sie od korzenia, ktéremu odpowiada caty zbior trenujacy, i rozbudowuje drzewo stosujac
sekwencje operacji podejmowania decyzji: czy utworzy¢ wezel czy lis¢, jaka klase umie-
$ci¢ w lisciu, oraz jaki podzial zastosowaé¢ w wezle. W przypadku decyzji o utworzeniu
wezla wybierany jest dla niego podzial, a kazdemu wynikowi tego podzialu odpowiada
galaz prowadzaca do kolejnego wezta lub liscia (przy czym zbior przyktadow odpowia-
dajacych temu weztowi lub lisSciowi stanowi podzbiér zbioru z wezta macierzystego za-
wezony do przyktadow, dla ktorych podzial daje wynik odpowiadajacy tej gatezi). Dla
kazdego z nowo utworzonych wezlow /lisci ponownie stosuje sie kryterium stopu (aby
rozstrzygnaé, czy faktycznie bedzie weztem czy lisciem), itd.




Chociaz jest popularne formutowanie algorytmow budowy drzewa w sposéb rekuren-
cyjny, rownie dobrze mozna przyja¢ inne sformutowanie (np. iteracje z kolejka wezlow).

1.3 Kryterium stopu

Kontekst:
e wezel n,

e zbior przyktadow trenujacych T,.

Jednolita klasa: T,, zawiera przyklady dokladnie jednej klasy (wybieranej jako klasa
dla liscia).

Brak przyktadéw: T, = ) (klasa dla liScia z wezla macierzystego).

Brak mozliwosci podziatu: kazdy mozliwy podzial osigga dla T, tylko jeden wynik
(nie dzieli).

Warianty rozluznione: dominacja jednej klasy, mala liczba przyktadow, najlepszy po-
dzial zbyt staby.

Wptyw na witasciwosci drzewa: kryteria stopu (w nierozluznionej postaci) gwarantuja
minimalizacje btedu na zbiorze trenujagcym.

Kryterium stopu odpowiada za podjecie decyzji, czy dla pewnego zbioru przyktadow
nalezy utworzy¢ lis¢ (czyli przypisa¢ mu przewidywana klase), czy wezel (czyli dalej go
podzieli¢). Wybor klasy dla tworzonego liscia wiaze si¢ bezposrednio z warunkami, przy
ktorych jest on tworzony, wiec moze by¢ przedstawiony tacznie z kryteriami stopu.

Wymienione wyzej kryteria majg posta¢ najbardziej restrykcyjna — tworza lis¢ wtedy,
gdy stosowanie dalszych podzialow jest ponad wszelka watpliwo$¢ bezzasadne. Zatem
wezel n powinien niewatpliwie stac¢ sie lisciem, jesli odpowiadajgcy mu podzbiér zbioru
trenujgcego T, zawiera przyklady dokladnie jednej klasy (nie ma sensu dzieli¢, gdyz
ewentualny podzial nie moze zmieni¢ predykeji drzewa), jesli jest zbiorem pustym lub
zbiorem, ktorego za pomoca dostepnych podzialow nie da sie podzieli¢ (tzn. kazdy do-
stepny podzial przypisuje wszystkim przyktadom ten sam wynik, czyli ich nie rozdziela).
Ta ostatnia sytuacja w istocie oznacza, ze dostepny zestaw atrybutéow nie jest wystar-
czajacy do pelnej separacji klas, tzn. w zbiorze trenujacym wystepuja identycznie ,wy-
gladajace” przyktady o roznych klasach. Jest to zjawisko zupelie normalne, a nawet
czeste w rzeczywistych zbiorach danych.

Kazde 7z tych restrykcyjnych kryteriow stopu mozna rozluzni¢, aby dziatato wczesniej
i ograniczato rozrost drzewa. Zwykle sie to robi, aby ograniczy¢ ryzyko nadmiernego
dopasowania (a takze zaoszczedzié na obliczeniach). Mozna wiec dobor kryteriow stopu




traktowac¢ jako jeden z mechanizmoéw zapobiegania nadmiernemu dopasowaniu drzew
decyzyjnych.

Warto zauwazy¢, ze kryteria stopu w restrykcyjnej postaci zapewniaja maksymalny
mozliwy poziom dopasowania do danych trenujacych (tzn. minimalny mozliwy do osia-
gniecia btad na zbiorze trenujacym), bez wzgledu na to, jak wybierane sa podzialy.
Btlednie klasyfikowane przyktady trenujace pojawia sie tylko w liSciach tworzonych ze
wzgledu na brak mozliwosci podziatu, czyli w przypadku nieodréznialnych przyktadow
o roznych klasach. Jesli wiec rola kryteriow stopu jest kontrolowania poziomu dopaso-
wania drzewa do danych trenujacych, to wybér podziatu musi petni¢ inng role, o ktorej
bedzie mowa dalej.

Niekiedy stosowanym uzupeliajacym kryterium stopu jest ograniczenie maksymalne;j
gtebokosci drzewa. Podobnie jak rozluznione warianty wczesniej dyskutowanych kryte-
riow, ogranicza ono poziom dopasowania do danych trenujgcych.

1.4 Kryterium wyboru podziatu

Jak widzieliémy, kryteria stopu sa odpowiedzialne za poziom dopasowania drzewa de-
cyzyjnego do danych i w restrykcyjnej postaci zapewniaja minimalny mozliwy btad na
zbiorze trenujacym bez wzgledu na sposéb wybierania podziatow. Rola kryterium wy-
boru podziatu nie jest wiec kontrolowanie poziomu dopasowania do danych, lecz wplywa-
nie na strukture drzewa przy okreslonym (przez kryteria stopu) poziomie dopasowania.

Motywacja: preferencja dla prostych drzew ograniczajaca ryzyko nadmiernego dopaso-
wania.

Istnieja powody, aby sposréd réznych jednakowo dopasowanych drzew preferowaé drzewa
prostsze, co jest zastosowaniem zasady brzytwy Ockhama. Podczas budowy prostszych
drzew — o mniejszej liczbie poziomédw i o krotszych $ciezkach — podejmowana jest mniej-
sza liczba decyzji, a wiec mniejsze jest ryzyko, ze niektére z nich mogg by¢ niewtasciwe.
Podobnie, mniejsza liczba decyzji jest podejmowana podczas predykeji za pomoca prost-
szych drzew. Uwaza sie, ze zazwyczaj sprzyja to redukcji ryzyka nadmiernego dopa-
sowania, a wiec — przy jednakowym bledzie na zbiorze trenujacym — zmniejsza btad
rzeczywisty (oczekiwany blad na nowych danych). Nie zawsze musi tak byé¢ i mozna
znalez¢ kontrprzyktady, ale dla wiekszosci rzeczywistych zbiorow danych mozna uznaé
preferencje dla prostszych drzew za skuteczna.

Realizacja: ocena jakosci podzialow na podstawie nieczystosci rozkladu klas po po-
dziale, wybor najlepszego podziatu w kazdym wezle (ze skorniczonego zbioru kan-
dydatow).




Metoda realizacji preferencji dla prostszych drzew jest wybieranie podziatéw, ktore ,skra-
caja Sciezki” w drzewie, a wiec przyblizaja moment spelnienia kryteriéw stopu i utworze-
nia lisci. Oczywiscie wiodacym kryterium stopu jest to, ktore dotyczy uzyskania jedno-
litej klasy, i to jemu podporzadkowany jest wybor podziatu. Standardowsa praktyka jest
przy tym preferowanie podzialow, ktore pozwalaja uzyskaé¢ najmniejsza ,nieczysto$c”
klas po podziale, gdyz to oznaczana przyblizenie sytuacji, w ktorej zostanie spetnione
kryterium stopu. Duza ,nieczysto$¢” lub nieréwnomierno$¢ rozktadu klas oznacza sy-
tuacje, w ktorej klasa dominujaca ma znaczna przewage i pozostale klasy wystepuja
rzadko.

Kontekst:

e wezel n,

zbior przykladow trenujacych Ty,

rozwazany podziat ¢t : X — Ry,

dla kazdego wyniku podziatu » € R; odpowiedni podzbior przyktadéw trenu-
jacych Ty, = {x € Ty | t(z) = r}.

Entropia warunkowa: dla wezla n, podziatu ¢:

ETn,t:r (C) = Z _PTn,tzr (C = d) ]'Og PTn,t:r (C - d)

deC
. ‘Tn,t:r‘
ETn (C|t) - Z ’T ’ ETn,t:r (C)
reR: n
gdzie
|Tn t=r c:d’

P = d gt A A

Tn,t:r (C ) ‘Tn’t:r‘

Oceniajac podzial t przeznaczony do uzycia w wezle n, ktoremu odpowiada podzbior
przyktadow trenujacych Ty, powinni$my rozwazy¢ wszystkie wyniki tego podziatu r € R,
i zmierzy¢ ,nieczysto$¢” klas w odpowiadajacych im podzbiorach T}, ;—,.

Jedna z najczesciej stosowanych miar ,nieczystosci” jest znana z teorii informacji entro-
pia, obliczana jako suma zanegowanych iloczynéw prawdopodobienstw klas i ich logaryt-
mow. Podstawa logarytmu nie ma znaczenia (jej zmiana sprowadza sie do skalowania),
o ile pozostaje ustalona. W obliczeniach przyjmuje sie 0log0 = 0.

Wyznaczajac entropie dla kazdego z podzbioréw wyznaczonych przez podzial, a nastep-
nie $rednig wazona uzyskanych wynikow (z wagami okreslonymi jako liczba przyktadow
w podzbiorach, |T,,,—,|), otrzymujemy w istocie tzw. entropi¢ warunkowsa klas pod wa-
runkiem zastosowania podzialu. Im mniejsza jest jej warto$é¢, tym $rednio mniejsza
yhieczystos¢” klas po podziale, a wiec tym lepszy podziat.




Redukcja nieczysto$ci w wyniku podziatu:

AETH (C‘t) = ETn (C) — ET,, (C’t)

Wybér podziatu: minimalizacja nieczystosci po podziale (rownowaznie: maksymaliza-
cja redukeji nieczystosci w wyniku podziatu).

Pozadany efekt ,skracania $ciezek” w drzewie przybliza wybieranie podzialéw o mini-
malnej ,nieczystosci” klas po podziale (a wiec np. o minimalnej entropii warunkowej lub
o minimalnym warunkowym indeksie Giniego). Rownowaznie, mozna wzia¢ pod uwage
redukcje ,nieczystosci” jako réznice ,nieczystosci” przed podziatem i po podziale. W
przypadku entropii bylaby to réznica miedzy bezwarunkowa i warunkowa entropia (i
analogicznie dla indeksu Giniego). Taka redukcja powinna byé¢ maksymalizowana. Do-
datkowa zaleta wyznaczenia redukcji ,nieczystosci” jest mozliwosé¢ sprawdzenia, czy i w
jakim stopniu jest ona wieksza od 0, tzn. czy oceniany podzial faktycznie wydaje sie
przynosi¢ poprawe. Warunek, ze dla najlepszego podziatu redukcja ,nieczystosci” klas
jest zerowa (lub mniejsza od pewnej ustalonej minimalnej wartosci), mogtby stanowi¢
dodatkowe kryterium stopu (rezygnacja z dalszego dzielenia, jesli najlepszy dostepny
podzial jest zbyt staby).

Przyktad: pogoda

Budowa drzewa decyzyjnego na podstawie zbioru trenujacego:

x | outlook  temperature humidity wind play
1| sunny hot high normal | no
2 | sunny hot high high no
3 | overcast hot high normal | yes
4 | rainy mald high normal | yes
5 | rainy cold normal  normal | yes
6 | rainy cold normal  high no
7 | overcast cold normal  high yes
8 | sunny mild high normal | no
9 | sunny cold normal  normal | yes
10 | rainy mald normal  normal | yes
11 | sunny mald normal  high yes
12 | overcast mild high high yes
13 | overcast hot normal  normal | yes
14 | rainy mild high high no

Zatozmy, ze w roli podzialow beda uzywane bezposrednio atrybuty (podzialy wielo-
wartosciowe na podstawie wartosci atrybutu). Mamy wiec podzialy outlook i tempe-
rature o trzech mozliwych wynikach oraz podziaty humidity i wind o dwoch mozliwych




wynikach. Ponadto przyjmijmy, ze stosowane sa restrykcyjne kryteria stopu, zgodnie z
ktorymi liscie tworzy sie po uzyskaniu jednolitych klas (o ile to mozliwe).

Rozwazmy wybor podziatu dla korzenia drzewa, w ktorym mamy 7, = 7. Dla po-
dziatu outlook mamy, stosujac logarytmy dwojkowe:

2 2 3 3
EToutlook:sunny(c) = - g 10g2 g - g logQ g ~ 0-971
4 4 0 0
EToutlook:overcast(C) - = Z 10g2 Z - Z ]'Og2 Z - 0
3 3 2 2
EToutlook:rav.ny(c) = - g 10g2 g - g 10g2 g ~ 0971

Na tej podstawie mozna obliczy¢ entropie warunkows:

Er(cloutlook) = % -0.971 + % -0+ % -0.971 =~ 0.694

W podobny sposob nalezy oceni¢ pozostate podzialy i wybra¢ najlepszy z nich (o
minimalnej entropii warunkowej), a nastepnie zastosowaé¢ wybrany podzial i przejs¢ do
sprawdzenia kryterium stopu oraz ewentualnie wyboru podzialu dla utworzonych we-
ztow potomnych. Zaktadajac, ze w korzeniu drzewa bedzie wybrany podziat outlook,
otrzymamy lis¢ potomny dla galezi outlook=overcast (sa tam wytacznie przyktady klasy
yes) oraz wezly potomne dla galezi outlook=sunny i outlook=rainy, dla kazdej z kto-
rych trzeba bedzie przeprowadzi¢ wybor podziatu. Kontynuacja przyktadu pozostaje do
dokoriczenia samodzielnego jako ¢wiczenie.

1.5 Wiasciwosci drzew decyzyjnych

e Zwykle dobra jakos$¢ predykcji (chociaz czesto inne algorytmy daja nieco lepsze
modele).

e Reprezentacja modeli czytelna dla cztowieka.

e Podatne na nadmierne dopasowanie — konieczne staranne dobranie kryteriow stopu
lub zastosowanie przycinania.

Drzewa decyzyjne osiggaja zazwyczaj dosé¢ dobra jakosé predykceji, chociaz znane sg
algorytmy tworzace czesto lepsze modele. Jednak, w przeciwienstwie do nich, drzewa
maja prosta strukture, nadajaca sie do bezposredniej interpretacji przez cztowieka.

Drzewa decyzyjne sa doé¢ efektywne obliczeniowo i stosunkowo tatwe w uzyciu. Szcze-
golnej uwagi wymaga jednak, ze wzgledu na ich duza podatnos¢ na nadmierne dopasowa-
nie, dostrojenie parametrow kontrolujacych kryteria stopu lub zastosowanie przycinania.




W glownym nurcie wyktadow ZUM bedzie mowa wtasnie o metodach przycinania drzew,
a takze o obstudze brakujacych wartosci atrybutéw i o wariantach drzew stuzacych do
zadania regres;ji.

2 Naiwny klasyfikator bayesowski

Naiwny klasyfikator bayesowski jest najprostszym reprezentantem algorytmow uczenia
sie opartych na probabilistycznym wnioskowaniu wykorzystujacym dobrze znany wzor
Bayesa z rachunku prawdopodobienistwa, pochodzacy z pracy Thomasa Bayesa z 1763
roku.

Wzér Bayesa: s A
p(a|p) = ZALBIA) ;féf' )

Zastosowanie do predykcji prawdopodobienstw klas:

P(d|z) = P(c=d| a1 = a1(x), a2 = as(x), ..., a, = ap(x))

Wzor Bayesa ktore opisuje zwiazek miedzy prawdopodobienistwem warunkowym pew-
nego zdarzenia a jego prawdopodobienstwem bezwarunkowym. Moze by¢ on traktowany
jako zapis mechanizmu wnioskowania, w ktorym zdarzenie A reprezentuje pewng hipo-
teze, a zdarzenie B — fakty badz obserwacje, ktore te hipoteze moga uprawdopodabniaé
lub unieprawdopodabnia¢. Woéwczas prawdopodobieristwo P(A) nazywane jest praw-
dopodobienstwem a priori, a prawdopodobienstwo P(A|B) — prawdopodobienistwem a
posteriori.

Zastosowanie wzoru Bayesa do zadania klasyfikacji moze polegaé¢ na wyznaczeniu praw-
dopodobienistwa pewnej klasy d dla pewnego przykladu z, czyli P(d|z). W bardziej
rozwinietym zapisie, przedstawionym wyzej, w jawny sposob przedstawiona jest jego in-
terpretacja: chodzi o prawdopodobienstwo tego, ze klasa pewnego przyktadu jest klasa
d, jesli wiadomo, ze wartosci atrybutow tego przykladu sa rowne aq(z), az(x),. .., an(x),
czyli takie, jak dla przyktadu z.

Prawdopodobienstwo klasy na podstawie wartosci atrybutéw:

Plc=d|a =wvi,...,a, =vy,)
_ Plc=d)P(ay =v1,...,0, = v, | c=d)
a P(alzvl,...,anzvn)
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Piszac dalej krotko vy, vo, ..., v, w miejsce aq(z),as(x),...,a,(x) oraz korzystajac ze
wzoru Bayesa mozemy interesujace nas prawdopodobienstwo przedstawi¢ w postaci
utamka jak wyzej. Przyjrzymy sie teraz poszczegdlnym wystepujacym w nim prawdo-
podobienstwom i rozwazymy mozliwo$¢ ich wyznaczenia na podstawie pewnego zbioru
trenujacego 1.

Prawdopodobienstwo a priori klasy:

Prawdopodobienstwo a priori klasy moze by¢ bezposrednio estymowane na podstawie
zbioru trenujacego w zwykly sposob. Klasy moga by¢ niezrownowazone, lecz mozna
zatozy¢, ze wszystkie sa reprezentowane w zbiorze trenujacym wystarczajaco licznie,
aby taka estymacja byta wystarczajaca.

Zatozenie o niezaleznosci:

P(alzvl,...,an:vn]c:d):HP(ai:Ui|C:d)

i=1

Laczne prawdopodobienstwo warunkowe wartosci wszystkich atrybutow przy danej kla-
sie nie moze by¢ juz bezposrednio estymowane ze zbioru trenujacego. Nie mozna re-
alistycznie zaktadaé, ze ten zbior jest na tyle duzy, aby znalazta si¢ w nim wystarcza-
jaco liczna reprezentacja kazdej kombinacji wartos$ci atrybutéw w ramach kazdej klasy
do wiarygodnej estymacji ich prawdopodobienstw. W rzeczywistych zbiorach danych
mozna sie spodziewac, ze wiele mozliwych kombinacji wartosci atrybutow w ogole nie
wystapi, niektore wystapia jednokrotnie, i tylko nieliczne wiecej niz raz. Aby wyznaczy¢
to prawdopodobienistwo przyjmuje sie zatem inne zalozenie — o warunkowej niezalezno-
Sci atrybutow wzgledem klas (tzn. ze w ramach kazdej klasy atrybuty sa niezalezne).
Zatozenie to pozwala wyznaczy¢ taczne prawdopodobienstwo warunkowe dla wszystkich
atrybutow jako iloczyn warunkowych prawdopodobienstw dla pojedynczych atrybutow.
Zatozenie to jest zazwyczaj niespelnione, a jego ,naiwne” przyjmowanie jest wyjasnie-
niem nazwy algorytmu.

Przyjmujac niespelnione zalozenie powodujemy, ze wyznaczane na jego podstawie praw-

dopodobieristwa nie sa poprawne. Nie musi to jednak wykluczaé¢, ze okazg sie one wy-
starczajace do skutecznej klasyfikacji.

Prawdopodobienstwo warunkowe wartos$ci atrybutu:

Tc: a;=v;
P(ai = UZ'|C = d) = PTC:d(ai = Ul‘) = ||T7d+d|
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Prawdopodobienistwo wartosci jednego atrybutu przy danej klasie, moze by¢ juz bezpo-
srednio estymowane na podstawie zbioru trenujacego. Zal6zmy na razie, ze bedzie to
standardowa estymacja czesto$ciowa, jak zapisana wyzej. W ten sposéb zostal okreslony
sposob wyznaczenia licznika utamka uzyskanego po zastosowaniu wzoru Bayesa.

Mianownik:

P(a1:vl,...,an:vn):ZP(c:d)P(al:vl,...,anzvn]c:d)
deC

W przypadku mianownika wzoru Bayesa nalezy powstrzymac sie przed pokusg ponow-
nego skorzystania z zalozenia o niezaleznodci, tym razem w mocniejszej formie (juz
bezwzglednej a nie wzgledem klas), ktore takze zazwyczaj bytoby niespelnione i ktorego
przyjecie bytoby dodatkowym czynnikiem sprzyjajacym niepoprawnej predykcji. Lep-
szym pomystem jest skorzystanie z mianownika jako okazji do wymuszenia, aby praw-
dopodobienstwa wyznaczone dla tego samego przyktadu (wektora wartosci atrybutow),
ale roznych klas, sumowaly sie do 1. Woéwezas mianownik staje sie po prostu stala
normalizujaca, ktorg — jak zapisano wyzej — mozna wyznaczy¢ jako sume licznikow dla
wszystkich klas. Oczywiscie w przypadku, gdy predykcja polega na przypisaniu przy-
ktadom najbardziej prawdopodobnych klas, wyznaczanie mianownika mozna catkowicie
pomina¢, gdyz do ich wyboru wystarczy poréwnanie wartosci licznika.

Zestaw prawdopodobienistw P(c = d) dla wszystkich klas oraz P(a; = vi|c = d) dla
wszystkich atrybutow, wartosci i klas stanowi reprezentacje modelu naiwnego klasyfika-
tora bayesowskiego. Jak tatwo zauwazy¢, do jej wyznaczenia wystarcza jeden przebieg
przez zbior trenujacy, w trakcie ktorego aktualizowane sa odpowiednie liczniki. Jest to
wiec algorytm o niskiej ztozonosci obliczeniowej, latwy do implementacji i mozliwy do
zrownoleglenia w trywialny sposob.

Uzycie modelu do predykeji jest jeszcze prostsze. Dla przyktadu do klasyfikacji x wy-
starczy wybra¢ prawdopodobienstwa P(a; = v;|c = d) dla v; = a;(z) oraz wyznaczy¢ na
podstawie ich iloczynu P(c =d | a1 = vy,...,a, = v,).

2.1 Prawdopodobienstwa zerowe i prawie zerowe
Stata warto$¢ dodatnia: P(a; = vi|c = d) = € jesli Toega,—0, = 0.
Wygtadzanie Cestnika (m-estymacja):

|Tc:d,ai:vi| + mp
P<aizvi|c:d): |T7d|—|—m
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(zwykle p = IALLI)

Woygtadzanie Laplace’a:

- |Tc:d,zzi:vi +l
|Teza| + 1| Al

P(a; = vi|c = d)

Latwo zauwazy¢, ze uzyskanie zerowej wartosci ktoregokolwiek z prawdopodobienistw
P(a; = v;|c = d) pociaga za soba uznanie, ze klasa d ma zerowe prawdopodobienstwo
dla klasyfikowanego przyktadu. Jest to radykalny i pochopny wniosek. W dodatku
w sytuacji, gdy taka zerowa warto$¢ pojawi sie dla kazdej klasy (a nie byloby niczym
dziwnym, gdyby dla kazdej klasy okazato si¢, ze jakas warto$é¢ atrybutu ani razy nie
wystepuje w zbiorze trenujacym), jakakolwiek sensowna klasyfikacja przykladu stataby
sie niemozliwa. W zwigzku wartosci zerowe prawdopodobienistw musza wyeliminowane.
Najprostsza technika bytoby ich zastapienie pewna mala stata dodatnia, ale lepsza moz-
liwos¢ dajg znane nam z wykladu 2 wygltadzone estymatory prawdopodobienstwa, w
wariancie Cestnika lub Laplace’a. Parametr kontrolujacy wygladzanie staje sie parame-
trem algorytmu.

Logarytm prawdopodobienstwa: mniejsze ryzyko bledéw numerycznych przy mnoze-
niu matych prawdopodobienstw:

log (P(c = d) H P(a; = a;(x)]c = d))

Czesto stosowang technika jest wyznaczanie logarytmu prawdopodobienistwa klas, co
pozwala zastapi¢ mnozenie dodawaniem logarytmoéw i zmniejszyé¢ ryzyko problemow
numerycznych.

2.2 Atrybuty ciagte

Funkcja gestoSci: zastapienie P(a; = v;|c = d) przez gq;(v;), gdzie gq; jest funkcja ge-
stosci atrybutu a; w klasie d — najczesciej zaktadany rozktad normalny, parametry
estymowane jako mr_ (a;) i s7._,(a;).

Dyskretyzacja: czesto lepsze, chociaz bardziej pracochtonne podejscie.
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Naiwny klasyfikator bayesowski w podstawowym wariancie zaktada, ze atrybuty sa
dyskretne i ma sens estymowanie prawdopodobieristw P(a; = v;|c = d). Dla atrybutow
ciggtych mozna to prawdopodobienistwo zastapi¢ wartoscig funkcji gestosci. Wymaga
to ustalenia pewnej rodziny rozktadéw prawdopodobiefistwa (w praktyce — zawsze lub
niemal zawsze rozktad normalny) oraz estymacji jego parametrow (Sredniej i odchyle-
nia standardowego wartosci atrybutu a; dla przyktadow klasy d). Podejscie to moze sie
sprawdza¢ dobrze, jesli rozktad atrybutu jest faktycznie taki, jak zakladany. W przeciw-
nym przypadku zwykle bardziej skuteczne jest przeprowadzenie dyskretyzacji atrybutow
ciagtych (o metodach, ktore moga by¢ w tym celu zastosowane, bedzie mowa w drugiej
czesci semestru).

2.3 Obstuga brakujacych wartoSci

Tworzenie modelu: pomijanie brakujacych wartosci przy estymacji prawdopodo-
biefistw P(a; = v;|c = d),

Predykcja: pomijanie prawdopodobienstw P(a; = v;|c = d) jesli wartos$é¢ a; nie jest
znana dla klasyfikowanego przyktadu.

Omawiajac drzewa decyzyjne prezentowaliSmy stosowane w nich metody obstugi bra-
kujacych wartosci atrybutow. W przypadku naiwnego klasyfikatora bayesowskiego
mozna sobie z nimi poradzi¢ w duzo prostszy sposob. Przy tworzeniu modelu, tzn.
estymacji prawdopodobienstw P(a; = v;lc = d), wystarczy przyktady o brakujacych
wartosciach atrybutu a; pominaé¢. Z kolei stosujac model nalezy w obliczanym iloczynie
prawdopodobieristw pomina¢ czynnik P(a; = v;|c = d), jesli wartos¢ atrybutu a; nie jest
znana.

2.4 \WHtasciwosci

e Prosty koncepcyjnie, implementacyjnie i obliczeniowo.

Odporny na nadmierne dopasowanie.

Niewymagajacy strojenia parametrow.

e Naruszenie zalozenia o niezalezno$ci nie wyklucza wartosci predykcyjnej, chociaz
predykcje prawdopodobienstw klas nie sg skalibrowane.

Skuteczny jesli:

— trzeba uwzglednié nieznaczny wplyw znacznej liczby atrybutow (np. klasyfi-
kacja tekstu),

— liczba przyktadow jest stosunkowo mata w poréwnaniu z liczba atrybutow,
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— wystepuja liczne brakujace wartosci.

Naiwny klasyfikator bayesowski moze by¢ uznany za najprostszy algorytm klasyfika-
cji, ktory jest w stanie dostarczaé¢ uzytecznej jakosci predykeji. Prosta zasada dziata-
nia, tatwo$¢ implementacji i efektywnos¢ obliczeniowa moga zachecaé¢ do jego uzywania,
przynajmniej po to, aby poréwnac¢ go z innymi bardziej wyrafinowanymi algorytmami.
Jego duzg zalety jest znaczna odporno$é na nadmierne dopasowanie i brak koniecznosci
podejmowania jakichkolwiek srodkow w celu jego unikniecia. Modele tworzone tym al-
gorytmem maja raczej tendencje do niewystarczajacego niz nadmiernego dopasowania.
Wygodng cecha jest takze brak koniecznosci strojenia parametrow algorytmu.

Zwykle niestety modele uzyskiwane za pomoca naiwnego klasyfikatora bayesowskiego
nie moga doréwna¢ modelom uzyskiwanym za pomoca bardziej ztozonych algorytmow,
co mozna uznaé za jedna z konsekwencji przyjecia niespelnionego zalozenia o niezalez-
noéci. Predykcje probabilistyczne naiwnego klasyfikatora bayesowskiego nie sa skalibro-
wane, podobnie jak w przypadku drzew decyzyjnych, chociaz z innych przyczyn. Nie
wyklucza jednak to ich wartosci predykcyjnej — niepoprawne prawdopodobieristwa wcigz
moga by¢ podstawa do dobrej klasyfikacji.

Zastosowania, w ktorych naiwny klasyfikator bayesowski okazuje sie najbardziej sku-
teczny, charakteryzuja sie czesto z jednej strony duzg liczba atrybutéw, a z drugiej
strony brakiem na tyle silnych zaleznosci, aby do predykeji klasy dla pewnego przyktadu
wystarczylo sie opiera¢ na warto$ciach niewielkiej liczby sposrod nich. W przypadku
drzew decyzyjnych, nawet jesli atrybutéw sa dziesiatki lub setki, przy klasyfikacji jed-
nego przykladu na jednej Sciezce od korzenia do liscia zwykle wykorzystuje sie ich nie
wiecej niz kilka. Nie zawsze jednak sprawdzenie wartosci kilku atrybutéow wystarczy do
predykeji klasy. Jesli tak nie jest i kazdy lub prawie kazdy z wielu atrybutéw musi by¢
uwzgledniony, naiwny klasyfikator bayesowski moze okazac¢ sie atrakcyjna alternatywa.
Jest on szczegdlnie czesto z dobrymi efektami uzywany m.in. do klasyfikacji tekstu, gdzie
atrybuty odpowiadajg stowom wystepujacym w zbiorze dokumentéw i ich liczba siega
czesto od kilkuset nawet do wielu tysiecy.

W gléwnym nurcie wyktadow ZUM beda przedstawione ,nie caltkiem naiwne” warianty
naiwnego klasyfikatora bayesowskiego oparte na sieciach bayesowskich.

3 Modele liniowe

Algorytmy uczenia sie wykorzystujace reprezentacje modeli za pomocg liniowej kombi-
nacji wartosci atrybutoéw sa szeroko stosowane w zadaniach regresji i klasyfikacji. Tutaj
przyjrzymy sie najprostszym algorytmom opartym na reprezentacji liniowe;.
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3.1 Regresja liniowa

W podstawowej postaci reprezentacja liniowa stuzy do zadania regresji i od tego przy-
padku zaczynamy.

Funkcja reprezentacji:

n n+1
h(z) = Z w;ia; () + Wy = Z w;a;(r) = woa(r)
i=1 i=1
gdzie w — wektor parametrow wy, ws, . .., Wy, Wy, a(x) — wektor wartoscei (cig-
gltych) atrybutow ay(z), az(x), . .., an(x), anse1(x), przy czym a,1(x) = 1, o — sym-

bol iloczynu skalarnego.

Dla liniowego model regresji predykcja jest obliczana jako liniowa kombinacja wartosci
atrybutéw i parametréw modelu. O atrybutach zakladamy w tym przypadku, ze sa
ciggte. Liczba parametréow modelu liniowego jest o 1 wieksza od liczby atrybutow —
parametr w1 jest sktadnikiem stalym (przesunieciem). Dla wygody i zwieztosci zapisu
umowimy sie teraz, ze zestaw atrybutow bedzie rozszerzony o dodatkowy atrybut a,.q
stale réwny 1, co pozwala wtaczy¢ sktadnik staly modelu do sumy iloczynéw wartosci
atrybutow i parametrow. Zauwazmy takze, ze traktujac wartosci wszystkich atrybutow
dla przyktadu z, ai(z),as(x),...,an(z), ans1(x), jako wektor a(z) i odpowiednio war-
tosci parametrow wi, wa, . . ., Wy, Wye1 jako wektor w, mozemy predykcje modelu h(x)
przedstawi¢ jako iloczyn skalarny wektorow a(z) i w.

Estymacja parametréw: minimalizacja bledu na zbiorze trenujacym:

Frg(h) = 5 S (7(@) ~ h(a))?

Rozwazmy zagadnienie doboru parametréw dla liniowego modelu regresji, zaktadajac,
ze celem jest minimalizacja btedu $redniokwadratowego na zbiorze trenujacym. Dla
technicznej wygody wykorzystamy jednak jego zmodyfikowana postac¢, w ktorej suma
kwadratow residuéw jest dzielona nie przez liczbe przyktadow, lecz przez 2. Nie ma to
oczywiscie zadnego znaczenia z punktu widzenia tego, jaki model powstaje, gdyz zmiana
polega wylacznie na innym wspoélczynniku skalujacym, a prowadzi do wickszej wygody
i elegancji zapisu.

Zadanie doboru parametrow minimalizujacych btad na zbiorze trenujacym jest zadaniem

optymalizacji numerycznej i istnieje szereg metod, ktére moga byé¢ do tego zastosowane.
Prostym standardowym podej$ciem jest np. zastosowanie metody spadku gradientu.
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Reguta spadku gradientu:
w =W+ 3 (=VwErs(h))

gdzie 0 < B < 1 — rozmiar kroku.

Metoda spadku gradientu w podstawowym wariancie polega na modyfikowaniu wek-
tora parametréow minimalizowanej funkcji przez jego przesuniecie w kierunku, w ktorym
spada jej warto§¢. W naszym przypadku minimalizowany ma by¢ blad, a wektorem
jest wektor parametrow modelu. Kierunek spadku bledu wyznacza jego zanegowany
gradient (wektor pochodnych czastkowych) wzgledem parametrow. Pojedyncza modyfi-
kacje wektora parametréw opisuje przedstawione wyzej reguta, w ktorej rozmiar kroku
B kontroluje wielko$é przeprowadzanej modyfikacji.

Gradient btedu:
VwEr(h) =) (f(x) = h(x))(—=Vwh(z))

zeT

Gradient bledu wzgledem parametréw modelu moze by¢ przez rézniczkowanie funkeji
kwadratowej przeksztalcony do powyzszej postaci, w ktorej wystepuje gradient predyk-
cji modelu wzgledem jego parametrow. Jego postaé jest juz oczywiscie zalezna od sto-
sowanej dla modelu funkcji reprezentacji, o ktérej w tym momencie trzeba zalozyé¢, ze
jest rozniczkowalna. Przy okazji widaé cel uzycia mnoznika % zamiast ﬁ w zmodyfi-
kowanym wzorze na blad — uproscit si¢ on z czynnikiem 2 uzyskanym z roézniczkowania
funkcji kwadratowe;j.

Gradient funkcji reprezentacji: Vyh(z) = a(x).
Regutfa aktualizacji parametréw:

wo=w + [(f(x) — h(z))a(z)

Tryb stosowania: iteracyjnie, wielokrotnie dla wszystkich przyktadow (aktualizacja
przyrostowa po przetworzeniu kazdego przyktadu lub wsadowa po przetworzeniu
zbioru przyktadow).

Oczywiscie pochodna czastkowa h(z) wzgledem parametru w; jest rowna a;(z), a za-
tem gradient h(z) wzgledem w jest rowny a(z). To pozwala zapisa¢ regute aktualizacji
parametrow w podanej wyzej postaci. Reguta ta wymaga wielokrotnego stosowania, z
odpowiednio dobranym rozmiarem kroku, w celu osiagniecia wektora parametréow mini-
malizujacego btad $redniokwadratowy.
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Metoda najmniejszych kwadratéw: wyznaczanie parametréw minimalizujacych btad
sredniokwadratowy za pomoca zamknietej formuty, bez wielokrotnych aktualizacji.

Gradientowa aktualizacja nie jest jednak ani jedyna, ani (zazwyczaj) najlepsza metoda
wyznaczania parametréw modelu liniowego minimalizujgcych btad $redniokwadratowy.
I[stnieje bardziej bezposrednie podejscie, umozliwiajace ich wyznaczenie bez iteracyjnego
procesu wielokrotnych aktualizacji. Jest to tzw. metoda najmniejszych kwadratow, ktora
jest poza zakresem tego przegladu, ale bedzie przedstawiana w gtéwnym nurcie wykta-
dow ZUM.

3.2 Kilasyfikacja liniowo-progowa

Klasyfikacja liniowo-progowa reprezentuje modele do uczenia sie poje¢ za pomocg hi-
perplaszczyzn separujacych klasy. Tego typu przestrzen modeli pojawiala sie juz w
przyktadach dotyczacych obliczeniowej teorii uczenia sie (w najprostszym wariancie dla
dwoch atrybutow — modele reprezentowane przez proste).

Wewnetrzna reprezentacja liniowa:
n

g(z) = Z w;a;(T) + Wy = W o a(x)
i=1

Zewnetrzna funkcja progowa:

W) = 1 jesli g(x) >0
0 w przeciwnym przypadku

Reprezentacja modeli za pomoca hiperpltaszczyzn separujacych, ktorg teraz nazwiemy
reprezentacja liniowo-progowa, opiera sie na ztozeniu wewnetrznej funkeji liniowej i ze-
wnetrznej funkcji progowej. Funkcja liniowa ¢ oblicza kombinacje liniowa wartosci atry-
butéw doktadnie tak samo jak model regresji liniowe;.

Predykcja modelu h jest uzyskiwana przez ,opakowanie” wewnetrznej funkcji liniowej g w
zewnetrzna funkcje progowa (skoku jednostkowego), ktora warto$é swojego argumentu
poréwnuje z ustalonym progiem (mozna nie zmniejszajac ogolnosci rozwazan przyjac
prog 0) i na podstawie tego poréwnania przypisuje przyktadowi przewidywang klase 0
albo 1. Uzyskujemy w ten spos6b model klasyfikatora liniowo-progowego.

Granica decyzyjna: hiperplaszczyzna o réwnaniu g(z) = 0 (punkty po stronie dodat-
niej klasyfikowane do klasy 1, punkty po stronie ujemnej klasyfikowane do klasy
0).
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W przypadku dziedziny o dwoch atrybutach a,, a; wewnetrzna funkcja liniowa g wyzna-
cza plaszczyzne, a jej przeciecie z plaszczyzna ai-ap odpowiadajace poréwnaniu g(z) z 0
wyznacza prosta, ktorg nazwiemy prosta separujacg lub granica decyzyjna — przyktady
potozone po jej dodatniej stronie otrzymuja przewidywang klase 1, a przyktady potozone
po jej ujemnej stronie — przewidywang klase 0.

Reprezentacja klasyfikatora liniowo-progowego dla przypadku dwoch atrybutow jest zi-
lustrowana na rys. 1. Lewy goérny wykres przedstawia plaszczyzne wyznaczona przez
wewnetrzng liniowa funkcje reprezentacji. Prawy goérny wykres przedstawia te samg
plaszczyzne z r6znymi odcieniami szarosci — ciemniejszym gdy wewnetrzna funkcja li-
nowa przyjmuje warto$ci ponizej 0 i jasniejszym w przeciwnym przypadku. Lewy dolny
wykres przedstawia wynik zastosowania skoku jednostkowego do warto$ci wewnetrznej
liniowe] funkcji reprezentacji. Prawy dolny wykres przedstawia rzut na dwuwymiarowa
plaszczyzne wartosci atrybutow, z uzyciem ciemniejszego odcienia dla regionu, ktory
otrzymuje klase 0, oraz jasniejszego dla regionu, ktory otrzymuje klase 1, i prosta jako
granicg decyzyjng separujacg te regiony.

W przypadku n atrybutéw g reprezentuje (n + 1)-wymiarowa hiperplaszczyzne, a jej
poréwnanie z 0 wyznacza n-wymiarowa hiperplaszczyzne separujaca (granice decyzyjna).

Wymiar VC: n + 1 — ograniczone ryzyko nadmiernego dopasowania.

Przy okazji przykladow ilustrujacych wymiar VC doszliSmy do wniosku, ze dla prze-
strzeni modeli reprezentowanych przez proste (dla dwoch atrybutéw) wynosi on 3, a w
ogolnosci dla n-wymiarowych hiperptaszezyzn separujacych (n atrybutéw) mozna poka-
zac¢, ze wynosi on n + 1. Liniowy wzrost wymiaru VC przy wzroscie liczby atrybutow
wskazuje na do$¢ umiarkowane ryzyko nadmiernego dopasowania klasyfikatora liniowo-
progowego.

Odlegtos$¢ od granicy decyzyjnej:

ze znakiem: .
Yo wiai(x) + Wpg _woa(z)

Yiw? o il

gdzie wy,, — wektor parametrow wi, wy, ..., w, (bez w, 1),

ow(T) =

bezwzgledna dla przyktadéw niepoprawnie klasyfikowanych (tzn. jesli h(z) # c(x)):
—c_(x)0w(x), gdzie

1 jeslic(x) =

1
c_(z) =2c(z)—1= { 0

—1 jesli ¢(x)
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Rysunek 1: Reprezentacja klasyfikatora liniowo-progowego.

W celu przedstawienia algorytmu uczenia si¢ dla reprezentacji liniowo-progowej be-
dziemy odwotywa¢ sie do odleglosci przyktadu od hiperplaszczyzny separujacej. Od-
legto$é przyktadu z od granicy decyzyjnej reprezentowanej przez wektor parametrow w
mozna obliczy¢ jako dy () zgodnie z podanym wyzej standardowym wzorem na odleglosé
punktu od hiperptaszczyzny (uogolnieniem ,szkolnego” wzoru na odlegtosé punktu od
prostej). Wystepuje tam norma kwadratowa (pierwiastek z sumy kwadratow elementow)
wektora parametréw modelu, z pominieciem jednak sktadnika statego w, ;. W dalszym
ciggu przyjmujemy, ze wektor w zawiera takze ten sktadnik, a wektor pierwszych n
parametréow bedzie oznaczany przez wi.,,. W podobny sposéb, w razie potrzeby, be-
dziemy odwolywaé sie do wartosci pierwszych n atrybutow przyktadu x (z pominieciem
sztucznego atrybutu a, stale rownego 0) piszac aj.,(z).

W podanej postaci dy () to odleglosé¢ ze znakiem, zgodnym ze znakiem g(z) = woa(x)
— dodatnim jesli przyktad lezy po dodatniej stronie granicy decyzyjnej i ujemnym jesli
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lezy po jej ujemnej stronie. Wezmy pod uwage odlegtos¢ bezwzgledna (bez znaku)
dla przyktadow niepoprawnie klasyfikowanych — a wiec lezacych po stronie dodatniej
przyktadow klady 0 i lezacych po stronie ujemnej przyktadow klasy 1. Latwo zauwazy¢,
ze uzyskamy ja stosujac do odlegtosci ze znakiem mnoznik —c_(z), gdzie c_(x) = 2¢(z) —
1 jest przeksztalconym wariantem pojecia docelowego, ktorego etykietami klas sa liczby
—11i 1 zamiast 01 1. (Zaczynamy tu dla wygody zapisu korzystaé¢ z etykiet klas jako
liczb, przy czym w dalszym ciagu bedziemy zaktada¢ dla klasyfikacji binarnej klasy 0 i
1, a wersje pojecia z etykietami —1 i 1 oznacza¢ przez c_.)

Przyktad lezacy po dodatniej stronie granicy decyzyjnej, ktorego prawdziwag klasa jest
0, uzyska po zastosowaniu takiego mnoznika dodatnig odlegtos¢, podobnie jak przyktad
lezacy po ujemnej stronie granicy decyzyjnej, ktorego prawdziwa klasg jest 1.

Gradient do minimalizacji —c_(2)dw():
Vw(—c-(z)woa(r)) = —c_(r)a(z)
(pominiety mianownik ||wy.,]|)
Reguta aktualizacji parametréw (prosty perceptron):
oo {W—i—c_(x)a(x) jesli h(z) # c(x)
T lw w przeciwnym przypadku
Inicjalizacja: dowolna (np. 0).

Efekt aktualizacji: zmniejszenie odlegtosci niepoprawnie klasyfikowanych przykladow
od granicy decyzyjnej.

Tryb stosowania: iteracyjnie wielokrotnie dla wszystkich przykladow, iteracyjnie wie-
lokrotnie dla losowo wybieranych przyktadow.

Kryterium stopu: poprawna klasyfikacja wszystkich przyktadow.

Zbiezno$¢: gwarantowana tylko jesli w zbiorze trenujacym klasy sa liniowo separowalne.

Podstawowy algorytm uczenia sie klasyfikatora liniowo-progowego, nazywany prostym
perceplronem, opiera sie na dazeniu do minimalizacji odleglosci od granicy decyzyjnej
dla tych przykladow trenujacych, ktore znajduja sie po jej niewtasciwej stronie. Zmniej-
szajac te odlegtosé mozemy oczekiwac, ze uda sie doprowadzi¢ do takiego przesuniecia
granicy decyzyjnej, aby w koncu wszystkie przyklady znalazty sie (o ile to mozliwe) po
jej poprawnej stronie.
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Koncepcje minimalizacji odleglosci blednie klasyfikowanych przyktadow od granicy de-
cyzyjnej realizuje przedstawiona wyzej reguta aktualizacji, oparta na zasadzie spadku
gradientu. Wektor parametréow modelu przesuwany jest w kierunku, w ktérym naste-
puje spadek minimalizowanej funkcji, wyznaczanym przez jej zanegowany gradient —
wektor pochodnych czastkowych wzgledem parametréw modelu. Przy wyznaczaniu gra-
dientu odleglosci pominiety zostal mianownik ||wy.,|| jako niezalezny od przykladow
trenujgcych czynnik skalujacy. Tymczasem oczywiscie dowolne skalowanie parametrow
modelu (mnozenie wszystkich wy, ws, . .., wy,, w, 11 przez dowolny dodatni wspotezynnik)
nie zmienia polozenia granicy decyzyjne;j.

Przedstawiona regula aktualizacji stosowana iteracyjnie gwarantuje znalezienie w skon-
czonym czasie parametréw modelu poprawnie klasyfikujacego przyktady decyzyjne, o ile
istnieje linowa granica decyzyjna poprawnie separujace klasy. O danych, dla ktorych to
jest mozliwe, mowi sie, ze sg lintowo separowalne. W przypadku braku liniowej sepa-
rowalnosci algorytm nie daje zadnych gwarancji dotyczacych poziomu dopasowania do
danych — zawsze beda przyktady niepoprawnie klasyfikowane, wiec kryterium stopu al-
gorytmu — polegajace na poprawnej klasyfikacji catego zbioru trenujacego — nie zostanie
osiaggniete.

Ze wzgledu na ograniczenie mozliwosci uzycia wyltacznie do danych separowalnych li-
niowo prosty perceptron jako algorytm uczenia si¢ poje¢ nie ma praktycznego znaczenia,
ale stanowi dla nas wstep do przedstawienia w gtownym nurcie wyktadéw ZUM bardzie]
rozwinietych i w pelni przydatnych praktycznie algorytméw regresji logistycznej oraz
SVM opartych rowniez na reprezentacji liniowej.
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