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Drugie spojrzenie na modele zespoªowe

Tworzenie modeli bazowych

Ró»ne zbiory trenuj¡ce: zastosowanie tego samego algorytmu do ró»nych
zbiorów przykªadów z tej samej dziedziny (lub tego samego zbioru
przykªadów z ró»nymi wagami).

Ró»ne algorytmy: zastosowanie ró»nych algorytmów do tego samego zbioru
przykªadów,

Ró»ne ustawienia parametrów: zastosowanie tego samego algorytmu
z ró»nymi ustawieniami parametrów do tego samego zbioru
przykªadów.

Randomizacja algorytmu: wielokrotne niezale»ne uruchomienia algorytmu
z elementami losowymi w zastosowaniu do tego samego zbioru
przykªadów.
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Drugie spojrzenie na modele zespoªowe

�¡czenie predykcji

Gªosowanie/u±rednianie: klasa/warto±¢ funkcji docelowej uzyskiwana przez
zwykªe gªosowanie/u±rednianie predykcji modeli bazowych.

Wa»one gªosowanie/u±rednianie: klasa/warto±¢ funkcji docelowej
uzyskiwana przez wa»one gªosowanie/u±rednianie predykcji modeli
bazowych.

U»ycie jako atrybutów: klasa/warto±¢ funkcji docelowej wyznaczana przez
model, dla którego predykcje modeli bazowych peªni¡ funkcj¦
atrybutów.
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Drugie spojrzenie na modele zespoªowe Bagging

Bagging

Modele bazowe: tworzone przez ten sam algorytm stosowany do
bootstrapowych prób (losowanych ze zwracaniem) ze zbioru
trenuj¡cego:

bag: ok. 63.2% przykªadów (1− (1− 1
N )N ≈ 1− 1/e ≈ 0.632).

out of bag: ok. 36.8% przykªadów.

�¡czenie predykcji: zwykªe gªosowanie/u±rednianie.
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Drugie spojrzenie na modele zespoªowe Bagging

Bagging

Wªa±ciwo±ci: umiarkowana poprawa je±li do tworzenia modeli bazowych
jest stosowany niestabilny algorytm � wra»liwy na zaburzenia zbioru
trenuj¡cego (zwykle drzewa decyzyjne/drzewa regresji).
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Drugie spojrzenie na modele zespoªowe Bagging

Ocena jako±ci OOB

T ′i = T − Ti � zbiór przykªadów niewylosowanych do próby
bootstrapowej Ti (out-of-bag).

Dla ka»dego x ∈ T :

OOBx =
{
i ∈ {1, 2, . . . ,m} | x ∈ T ′i

}
Predykcja hOOB(x) uzyskiwana przez gªosowanie modeli hi dla
i ∈ OOBx i porównywana z c(x).
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Drugie spojrzenie na modele zespoªowe Boosting

Boosting

Modele bazowe: tworzone przez ten sam algorytm stosowany tak, aby
kolejny model poprawiaª niedoskonaªo±ci poprzednich, np.:

zmiany wag przykªadów dla klasy�kacji: zwi¦kszanie wag przykªadów
niepoprawnie klasy�kowanych przy tworzeniu kolejnego modelu.

kompensacja residuów dla regresji: kolejny model przewiduje residua
zespoªu dotychczasowych modeli.

�¡czenie predykcji: wa»one gªosowanie/u±rednianie (sumowanie).

Wªa±ciwo±ci: du»a poprawa jako±ci predykcji, dobre efekty z u»yciem
prostych modeli bazowych (zwykle drzewa decyzyjne o maªej liczbie
poziomów).
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Drugie spojrzenie na modele zespoªowe Boosting

Algorytm xgboost

Modele bazowe: drzewa drzewa regresji z binarnymi podziaªami �
w li±ciach warto±ci funkcji docelowej (klasy�kacja mo»liwa np. przez
zastosowanie zewn¦trznej funkcji logistycznej).

Tworzenie modeli bazowych: optymalizacja miary jako±ci obejmuj¡cej:

skªadnik straty reprezentuj¡cy poziom dopasowania do danych
trenuj¡cych,
skªadnik regularyzacji reprezentuj¡cy zªo»ono±¢.

�¡czenie predykcji: sumowanie.
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Drugie spojrzenie na modele zespoªowe Boosting

Jako±¢ modelu

Miara jako±ci modelu:

Q(h1:m) =
∑
x∈T
L(f(x), h1:m(x)) +

m∑
i=1

Γ(hi)

gdzie:

hi � i-ty model bazowy (drzewo),
h1:m � model zespoªowy,
h1:m(x) � predykcja zespoªu drzew h1, . . . , hm dla przykªadu x:

h1:m(x) =
m∑
i=1

hi(x)

f(x) � prawdziwa warto±¢ atrybutu docelowego dla przykªadu x (tak»e klasa
0/1 w przypadku klasy�kacji),
L � funkcja straty � miara jako±ci predykcji.
Γ(hi) � skªadnik regularyzacji dla drzewa hi � kara za zªo»ono±¢ w celu
ograniczenia ryzyka nadmiernego dopasowania.
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Drugie spojrzenie na modele zespoªowe Boosting

Tworzenie modeli bazowych

Pierwszy model: h1 � staªe 0 (jeden li±¢ z warto±ci¡ 0).

Kolejny model: hi dla i = 2, . . . ,m: tworzony tak aby optymalizowa¢
Q(h1:i), gdzie h1:i jest zespoªem zªo»onym z modeli h1, . . . , hi.

Funkcja celu optymalizacji: suma warto±ci funkcji straty i skªadnika
regularyzacji dla i-tego modelu:

Q(hi) =
∑
x∈T
L(f(x), h1:i−1(x) + hi(x)) + Γ(hi)
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Drugie spojrzenie na modele zespoªowe Boosting

Rozwini¦cie Taylora

Q(hi) =
∑
x∈T
L(f(x), h1:i−1(x) + hi(x)) + Γ(hi)

Szereg Taylora (przypomnienie):

φ(v) = φ(b) + φ′(b)(v − b) +
1

2
φ′′(b)(v − b)2 + . . .

przy czym u nas:

φ(v) = L(f(x), v)

v = h1:i−1(x) + hi(x)

b = h1:i−1(x))

v − b = hi(x)
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Drugie spojrzenie na modele zespoªowe Boosting

Realizacja optymalizacji

Skªadnik straty: przybli»enie za pomoc¡ pocz¡tkowych wyrazów
rozwini¦cia Taylora:

L(f(x), h1:i−1(x) + hi(x))

≈ L(f(x), h1:i−1(x)) + Gxhi(x) +
1

2
Hxh

2
i (x)

gdzie

L(f(x), h1:i−1(x)) = const (nie zale»y od hi(x))

Gx =
∂L(f(x), h1:i−1(x))

∂h1:i−1(x)

Hx =
∂2L(f(x), h1:i−1(x))

∂h21:i−1(x)

(w literaturze zwykle stosowane oznaczenia g jak gradient i h jak
hesjan zamiast G i H, ale u nas te symbole byªy wcze±niej
wykorzystywane w innej roli).
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Drugie spojrzenie na modele zespoªowe Boosting

Realizacja optymalizacji

Skªadnik regularyzacji:

Γ(hi) = γ|L(hi)|+
1

2
λ
∑

l∈L(hi)

w2
l

L(hi) � zbiór li±ci drzewa hi,
wl � warto±¢ w li±ciu l.
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Drugie spojrzenie na modele zespoªowe Boosting

Budowa drzewa

Minimalizacja:

q(hi) =
∑
x∈T

[
Gxhi(x) +

1

2
Hxh

2
i (x)

]
+ γ|L(hi)|+

1

2
λ
∑

l∈L(hi)

w2
l

=
∑

l∈L(hi)

∑
x∈Tl

Gxwl +
1

2

∑
x∈Tl

Hx + λ

w2
l

+ γ|L(hi)|

=
∑

l∈L(hi)

[
Glwl +

1

2
(Hl + λ)w2

l

]
+ γ|L(hi)|

gdzie:

Gl =
∑
x∈Tl

Gx

Hl =
∑
x∈Tl

Hx
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Drugie spojrzenie na modele zespoªowe Boosting

Budowa drzewa

Optymalizacja warto±ci w li±ciach:

∂q(hi)

∂wl
= 0

Gl + (Hl + λ)wl = 0

wl = − Gl
Hl + λ

Jako±¢ drzewa po optymalizacji warto±ci w li±ciach:

q∗(hi) = −1

2

∑
l∈L(hi)

G2l
Hl + λ

+ γ|L(hi)|
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Drugie spojrzenie na modele zespoªowe Boosting

Budowa drzewa

Kryterium wyboru podziaªu dla l: maksymalizacja ró»nicy jako±ci drzewa
przed podziaªem i po podziale:

∆q∗l (t) =
1

2

[∑
r∈Rt

G2lr
Hlr + λ

−
G2l
Hl + λ

]
− (|Rt| − 1)γ

gdzie:

Rt � zbiór wyników podziaªu t,
lr � li±¢ potomny odpowiadaj¡cy wynikowi r.

Kryterium stopu dla l: maxt ∆q∗l (t) ≤ 0 � jako±¢ drzewa po najlepszym
podziale taka sama lub gorsza ni» przed podziaªem.
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Drugie spojrzenie na modele zespoªowe Boosting

Konkretyzacje

Strata kwadratowa (minimalizacja MSE):

L(f(x), h1:m(x)) = (f(x)− h1:m(x))2

L(f(x), h1:i−1(x)) = (f(x)− h1:i−1(x))2

Gx = 2(h1:i−1(x)− f(x))

Hx = 2

Strata logarytmiczna (maksymalizacja logarytmu wiarygodno±ci):

L(f(x), h1:m(x)) = − f(x) lnπ1:m(x)− (1− f(x)) ln(1− π1:m(x))

π1:m(x) = logit−1(h1:m(x)) =
eh1:m(x)

eh1:m(x) + 1

L(f(x), h1:i−1(x)) = − f(x) lnπ1:i−1(x)− (1− f(x)) ln(1− π1:i−1(x))

Gx = π1:i−1(x)− f(x)

Hx = π1:i−1(x)(1− π1:i−1(x))
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Drugie spojrzenie na modele zespoªowe Boosting

Podsumowanie

Wªa±ciwo±ci:

zazwyczaj bardzo wysoka jako±¢ predykcji,
liczba modeli bazowych wymaga dostrojenia w celu unikni¦cia
nadmiernego dopasowania (zwykle kilkana±cie�kilkadziesi¡t).

Pokrewne algorytmy: LightGBM, CatBoost � techniki przyspieszaj¡ce,
obsªuga atrybutów dyskretnych.
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