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Drugie spojrzenie na modele liniowe (c.d.) Regularyzacja modeli liniowych (c.d.)

Regresja logistyczna z regularyzacj¡

Funkcja celu do estymacji parametrów (L2): minimalizacja

JT,c(w) = − 1

|T |
LLT,c(π) +

1

2
λ

n∑
i=1

w2
i

= − 1

|T |
∑
x∈T

(
c(x) lnπ(x) + (1− c(x)) ln(1− π(x))

)
+

1

2
λ

n∑
i=1

w2
i

Gradient funkcji celu (L2):

∇w1:nJT,c(w) = − 1

|T |
∑
x∈T

(
c(x)− π(x)

)
a1:n(x) + λw1:n

= − 1

|T |
∑
x∈T

((
c(x)− π(x)

)
a1:n(x)− λw1:n

)
∂JT,c(w)

∂wn+1
= − 1

|T |
∑
x∈T

(
c(x)− π(x)

)
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Drugie spojrzenie na modele liniowe (c.d.) Regularyzacja modeli liniowych (c.d.)

Regresja logistyczna z regularyzacj¡

Gradientowa reguªa aktualizacji parametrów (L2):

w1:n := w1:n + β
(

(c(x)− π(x))a1:n(x)− λw1:n

)
wn+1 := wn+1 + β(c(x)− π(x))

Funkcja celu do estymacji parametrów (L1): minimalizacja

JT,c(w) = − 1

|T |
∑
x∈T

(
c(x) lnπ(x) + (1− c(x)) ln(1− π(x))

)
+ λ

n∑
i=1

|wi|

Estymacja parametrów (L1): metody subgradientowe (poza zakresem
wykªadu).
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Drugie spojrzenie na algorytm SVM

1 Drugie spojrzenie na modele liniowe (c.d.)
Regularyzacja modeli liniowych (c.d.)

2 Drugie spojrzenie na algorytm SVM
Posta¢ dualna
Funkcje j¡drowe
SVM do regresji (SVR)
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Drugie spojrzenie na algorytm SVM Posta¢ dualna

Mno»niki Lagrange'a

Metoda mno»ników Lagrange'a: wyznaczanie ekstremów warunkowych
funkcji ró»niczkowalnych przez uwzgl¦dnianie ogranicze« w funkcji
celu.

Lagrangian (twardy margines):

L(w, α) =
1

2
‖w1:n‖2 −

∑
x∈T

αx(c−(x)w ◦ a(x)− 1)

Mno»niki Lagrange'a: αx � mno»nik dla przykªadu x.
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Drugie spojrzenie na algorytm SVM Posta¢ dualna

Posta¢ dualna

Transformacja zadania optymalizacji:

ΘP(w) = max
α≥0
L(w, α)

ΘD(α) = min
w
L(w, α)

Minimalizacja ΘP wzgl¦dem w równowa»na minimalizacji 1
2‖w1:n‖2

je±li speªnione s¡ ograniczenia, gdy»:

ΘP(w) =

{
1
2‖w1:n‖2 je±li (∀x ∈ T ) c−(x)w ◦ a(x) ≥ 1

∞ w przeciwnym przypadku

Maksymalizacja ΘD ró»ni si¦ od minimalizacji ΘP zamian¡ kolejno±ci
min/max.
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Drugie spojrzenie na algorytm SVM Posta¢ dualna

Posta¢ dualna

Mo»na udowodni¢, »e:

max
α≥0

ΘD(α) ≤ min
w

ΘP(w)

Równo±¢ je±li istnieje w speªniaj¡ce ograniczenia, przy czym dla
rozwi¡za« optymalnych w∗ i α∗:

(∀x ∈ T ) α∗x(c−(x)w∗ ◦ a(x)− 1) = 0

tzn. je±li α∗x > 0, to c−(x)w∗ ◦ a(x) = 1, czyli x jest wektorem
podpieraj¡cym � �le»y na marginesie� (warunki KKT:
Karush-Kuhn-Tucker).
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Drugie spojrzenie na algorytm SVM Posta¢ dualna

Minimalizacja Lagrangianu wzgl¦dem w

Minimalizacja Lagrangianu wzgl¦dem w, wyznaczenie st¡d w
i wstawienie do L(w, α) prowadzi do funkcji celu dla zadania dualnego.

Przyrównanie gradientu Lagrangianu ∇wL(w, α) do 0:

∇w1:nL(w, α) = w1:n −
∑
x∈T

αxc−(x)a1:n(x) = 0

w1:n =
∑
x∈T

αxc−(x)a1:n(x)

∂L(w, α)

∂wn+1
= −

∑
x∈T

αxc−(x) = 0
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Drugie spojrzenie na algorytm SVM Posta¢ dualna

Minimalizacja Lagrangianu wzgl¦dem w

Po wstawieniu w miejsce w wyra»e« wyznaczonych wcze±niej przez minimalizacj¦
wzgl¦dem w:

min
w
L(w, α) =

1

2

∑
x1∈T

∑
x2∈T

αx1αx2c−(x1)c−(x2)a1:n(x1) ◦ a1:n(x2)

−
∑
x1∈T

∑
x2∈T

αx1αx2c−(x1)c−(x2)a1:n(x1) ◦ a1:n(x2)

− wn+1

∑
x∈T

αxc−(x) +
∑
x∈T

αx

= − 1

2

∑
x1∈T

∑
x2∈T

αx1αx2c−(x1)c−(x2)a1:n(x1) ◦ a1:n(x2) +
∑
x∈T

αx

gdy»

‖w1:n‖2 = w1:n ◦w1:n∑
x∈T

αxc−(x) = 0
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Drugie spojrzenie na algorytm SVM Posta¢ dualna

Zadanie dualne: twardy margines

maksymalizacja:

−1

2

∑
x1∈T

∑
x2∈T

c−(x1)c−(x2)αx1αx2a1:n(x1) ◦ a1:n(x2) +
∑
x∈T

αx

przy ograniczeniach: ∑
x∈T

c−(x)αx = 0

(∀x ∈ T ) αx ≥ 0
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Drugie spojrzenie na algorytm SVM Posta¢ dualna

Zadanie dualne: mi¦kki margines

maksymalizacja:

−1

2

∑
x1∈T

∑
x2∈T

c−(x1)c−(x2)αx1αx2a1:n(x1) ◦ a1:n(x2) +
∑
x∈T

αx

przy ograniczeniach: ∑
x∈T

c−(x)αx = 0

(∀x ∈ T ) 0 ≤ αx ≤ C

Paweª Cichosz 12 / 21



Drugie spojrzenie na algorytm SVM Posta¢ dualna

Mno»niki Lagrange'a jako parametry modelu

Wektory podpieraj¡ce: przykªady, dla których αx > 0 (�le»¡ce na
marginesie� je±li 0 < αx < C) � z warunków KKT
(Karush-Kuhn-Tucker).

Parametry postaci prymalnej:

w1:n =
∑
x∈T

αxc−(x)a1:n(x)

Predykcja:

g(x) = w ◦ a(x) =
∑
x′∈T

αx′c−(x′)a1:n(x′) ◦ a1:n(x) + wn+1

przy czym wn+1 jest wyznaczane z ograniczenia postaci prymalnej
(dla przykªadu xs �le»¡cego na marginesie� c−(xs)w ◦ a(xs) = 1).
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Drugie spojrzenie na algorytm SVM Funkcje j¡drowe

Sztuczka j¡drowa

Posta¢ dualna a iloczyn skalarny: u»ycie przykªadów w czasie tworzenia
modelu i predykcji wyª¡cznie jako argumentów iloczynu skalarnego.

Sztuczka j¡drowa: niejawna transformacja atrybutów przez zast¡pienie
iloczynu skalarnego a1:n(x1) ◦ a1:n(x2) warto±ci¡ funkcji j¡drowej
K(a1:n(x1),a1:n(x2)) takiej, »e

K(a1:n(x1),a1:n(x2)) = a′1:N (x1) ◦ a′1:N (x2)

w pewnej nowej reprezentacji z atrybutami a′1, a
′
2, . . . , a

′
N .
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Drugie spojrzenie na algorytm SVM Funkcje j¡drowe

Sztuczka j¡drowa

Korzy±ci:

K(a1:n(x1),a1:n(x2)) oblicza si¦ bezpo±rednio na podstawie
a1:n(x1) i a1:n(x2) bez jawnego wyznaczania a′1:N (x1)
i a′1:N (x2),
niejawna nieliniowa transformacja atrybutów bez konieczno±ci
faktycznego de�niowania nowych atrybutów i obliczania ich
warto±ci.

Prosty przykªad:

K(a1:n(x1),a1:n(x2)) = (a1:2(x1) ◦ a1:2(x2))2

K(a1:n(x1),a1:n(x2)) = a21(x1)a
2
1(x2) + a22(x1)a

2
2(x2)

+ 2a1(x1)a2(x1)a1(x2)a2(x2)

a′1(x) = a21(x), a′2(x) = a22(x), a′3(x) =
√

2a1(x)a2(x)
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Drugie spojrzenie na algorytm SVM Funkcje j¡drowe

Typy nieliniowych funkcji j¡drowych

J¡dro wielomianowe:

K(a1:n(x1),a1:n(x2)) = (γa1:n(x1) ◦ a1:n(x2) + b)p

gdzie γ > 0, b ≥ 0 i p > 1 (najcz¦±ciej p = 2 lub p = 3),

J¡dro radialne:

K(a1:n(x1),a1:n(x2)) = e−γ‖a1:n(x1)−a1:n(x2)‖2

gdzie γ > 0.

Warunek Mercera: K jest funkcj¡ j¡drow¡ wtedy i tylko wtedy, gdy dla
dowolnego zbioru V ⊂ Rn macierz warto±ci K(v1,v2) dla
v1,v2 ∈ V jest symetryczna i dodatnio póªokre±lona.
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Drugie spojrzenie na algorytm SVM SVM do regresji (SVR)

Funkcja straty SVR

SVM dla zadania regresji: support vector regression (SVR)

Tolerancja maªych residuów:

|f(x)− h(x)| ≤ ε

Strata ε-niewra»liwa:

L(f(x), h(x)) =

{
0 je±li |f(x)− h(x)| ≤ ε
|f(x)− h(x)| − ε w przeciwnym przypadku

Preferencja dla �pªaskich� aproksymacji: minimalizacja ‖w1:n‖ ogranicza
wra»liwo±¢ na warto±ci atrybutów i zmniejsza ryzyko nadmiernego
dopasowania.
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Drugie spojrzenie na algorytm SVM SVM do regresji (SVR)

Zadanie optymalizacji SVR

minimalizacja:
1

2
‖w1:n‖2

przy ograniczeniach:

(∀x ∈ T ) f(x)−w ◦ a(x) ≤ ε
(∀x ∈ T ) w ◦ a(x)− f(x) ≤ ε
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Drugie spojrzenie na algorytm SVM SVM do regresji (SVR)

Zadanie optymalizacji SVR z rozlu¹nionymi ograniczeniami

minimalizacja:
1

2
‖w1:n‖2 + C

∑
x∈T

(ξ+x + ξ−x )

przy ograniczeniach:

(∀x ∈ T ) f(x)−w ◦ a(x) ≤ ε+ ξ+x

(∀x ∈ T ) w ◦ a(x)− f(x) ≤ ε+ ξ−x

(∀x ∈ T ) ξ+x ≥ 0

(∀x ∈ T ) ξ−x ≥ 0
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Drugie spojrzenie na algorytm SVM SVM do regresji (SVR)

Posta¢ dualna SVR

maksymalizacja:

− 1

2

∑
x1∈T

∑
x2∈T

(α+
x1 − α

−
x1)(α+

x2 − α
−
x2)a1:n(x1) ◦ a1:n(x2)

+
∑
x∈T

(α+
x − α−x )f(x)−

∑
x∈T

(α+
x + α−x )ε

przy ograniczeniach:

(∀x ∈ T )
∑
x∈T

(α+
x − α−x ) = 0

(∀x ∈ T ) 0 ≤ α+
x ≤ C

(∀x ∈ T ) 0 ≤ α−x ≤ C

Funkcje j¡drowe: analogicznie jak dla klasy�kacji.
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Drugie spojrzenie na algorytm SVM SVM do regresji (SVR)

Wªa±ciwo±ci algorytmów SVM i SVR

Nale»¡ do najbardziej skutecznych i cz¦sto u»ywanych algorytmów dla
zada« klasy�kacji i regresji:

zwi¦kszona odporno±¢ na nadmierne dopasowanie nawet przy du»ej

liczbie atrybutów,

mo»liwo±¢ reprezentowania nieliniowych zale»no±ci.

Wymagaj¡ staranno±ci przy doborze parametrów (kosztu, ε, typu
i parametrów funkcji j¡drowej).

Brak mo»liwo±ci bezpo±redniej interpretacji modeli.
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