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Drugie spojrzenie na naiwny klasy�kator bayesowski Model wielomianowy

Rozkªad wielomianowy

Rozkªad dwumianowy: prawdopodobie«stwo liczby sukcesów w serii prób
Bernoulliego:

P (k) =
N !

k!(N − k)!
pk(1− p)N−k

gdzie:

k � liczba sukcesów w N próbach,
p � prawdopodobie«stwo sukcesu w jednej próbie.

Rozkªad wielomianowy: prawdopodobie«stwo liczby wyst¡pie«
poszczególnych warto±ci dyskretnej zmiennej losowej w serii wielu
realizacji:

P (k1, k2, . . . , kn) =
N !

k1! · k2! · . . . · kn!
pk11 · p

k2
2 · . . . · p

kn
n

gdzie dla i = 1, 2, . . . , n:

ki � liczba wyst¡pie« warto±ci i w N realizacjach,
pi � prawdopodobie«stwo warto±ci i w jednej realizacji.
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Drugie spojrzenie na naiwny klasy�kator bayesowski Model wielomianowy

Wielomianowy naiwny klasy�kator bayesowski

Motywacja: lepsza estymacja prawdopodobie«stw dla atrybytów
o rozkªadzie wielomianowym reprezentuj¡cych liczby wyst¡pie« � np.
zdarze« okre±lonego typu, poszczególnych sªów w tek±cie itp.

Prawopodobie«stwo warto±ci atrybutów przy danej klasie:

P (a1 = v1, . . . , an = vn | c = d) =
N !

v1! · . . . · vn!
pv11,d · . . . · p

vn
n,d

gdzie:

ai � atrybut odpowiadaj¡cy zdarzeniu/sªowu i,
vi � liczba wyst¡pie« zdarzenia/sªowa i,
N = v1 + v2 + · · ·+ vn,

pi,d =
Ni,Tc=d
NTc=d

� prawdopodobie«stwo pojedynczego wyst¡pienia

zdarzenia/sªowa i w klasie d, przy czym Ni,Tc=d � ª¡czna liczba
wyst¡pie« zdarzenia/sªowa i w Tc=d, NTc=d � ª¡czna liczba
wyst¡pie« wszystkich zdarze«/sªów w Tc=d,
n � liczba mo»liwych zdarze«/wielko±¢ sªownika.
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Drugie spojrzenie na naiwny klasy�kator bayesowski Model dopeªnieniowy

Dopeªnieniowy naiwny klasy�kator bayesowski

Motywacja: lepsza estymacja prawdopodobie«stw warunkowych przy
klasy�kacji wieloklasowej z niezrównowa»onymi klasami.

Realizacja: bayesowskie wyznaczanie dopeªnie« prawdopodobie«stw klas:

P (c 6= d | a1 = v1, . . . , an = vn)

=
P (c 6= d)P (a1 = v1, . . . , an = vn | c 6= d)

P (a1 = v1, . . . , an = vn)

nast¦pnie

P (c = d | a1 = v1, . . . , an = vn)

=
∑
d′ 6=d

P (c 6= d′ | a1 = v1, . . . , an = vn)

Typowe zastosowanie: klasy�kacja przy wielu niezrównowa»onych klasach
(zwªaszcza klasy�kacja tekstu � oryginalnie algorytm przedstawiony
jako mody�kacja wielomianowego naiwnego klasy�katora
bayesowskiego).
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Drugie spojrzenie na modele liniowe Pokonywanie ograniczenia liniowo±ci

Pokonywanie ograniczenia liniowo±ci

Reprezentacja kawaªkami liniowa: drzewo modeli (por. wykªad 5).
Uogólniona reprezentacja liniowa: reprezentacja modelu przez zªo»enie:

wewn¦trznej funkcji liniowej:

g(x) = w ◦ a(x)

zewn¦trznej nieliniowej funkcji ª¡cz¡cej:

L(h(x)) = g(x)

h(x) = L−1(g(x))

gdzie g � wewn¦trzna funkcja liniowa, L � nieliniowa funkcja ª¡cz¡ca.
Przypadek szczególny: regresja logistyczna (b¦dzie omawiana dalej).

Transformacja atrybutów: wprowadzane nowe atrybuty a′1, a
′
2, . . . , a

′
N nieliniowo

zale»ne od pierwotnych atrybutów a1, a2, . . . , an, przy czym zwykle N � n,
np. regresja wielomianowa, funkcje j¡drowe (b¦d¡ omawiane na jednym
z kolejnych wykªadów).
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Drugie spojrzenie na modele liniowe Logarytm wiarygodno±ci

Logarytm wiarygodno±ci dla regresji

Wiarygodno±¢ f(x) dla przykªadów trenuj¡cych wedªug modelu:

LT,f (h) = P (T, f ;h) =
∏
x∈T

P (f(x)|x;h)

P (f(x)|x;h) = 1

σ
√
2π
e−

(f(x)−h(x))2

2σ2

przy zaªo»eniu normalnego rozkªadu bª¦dów modelu z pewnym
ustalonym odchyleniem standardowym σ.

Logarytm wiarygodno±ci:

LLT,f (π) = lnP (T, f ;π) =
∑
x∈T

lnP (f(x)|x;h)

=
∑
x∈T

(
ln

1

σ
√
2π
− (f(x)− h(x))2

2σ2

)
Estymacja parametrów: maksymalizacja logarytmu wiarygodno±ci

równowa»na minimalizacji bª¦du ±redniokwadratowego.
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Drugie spojrzenie na modele liniowe Logarytm wiarygodno±ci

Logarytm wiarygodno±ci dla klasy�kacji

Wiarygodno±¢ c(x) dla przykªadów trenuj¡cych wedªug modelu:

LT,c(π) = P (T, c;π) =
∏
x∈T

P (c(x)|x;π)

P (c(x)|x;π) = π(x)c(x)(1− π(x))1−c(x)

gdzie π(x) � prawdopodobie«stwo klasy 1 wyznaczane przez model.

Logarytm wiarygodno±ci:

LLT,c(π) = lnP (T, c;π) =
∑
x∈T

lnP (c(x)|x;π)

=
∑
x∈T

(
c(x) lnπ(x) + (1− c(x)) ln(1− π(x))

)
Estymacja parametrów: maksymalizacja logarytmu wiarygodno±ci.
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Drugie spojrzenie na modele liniowe Drugie spojrzenie na regresj¦ logistyczn¡

Estymacja parametrów regresji logistycznej

Gradient logarytmu wiarygodno±ci:

∇wLLT,c(π) =
∑
x∈T

(
c(x)

1

π(x)
+ (1− c(x)) −1

1− π(x)

)
∇wπ(x)

=
∑
x∈T

c(x)− π(x)
π(x)(1− π(x))

∇wπ(x)

=
∑
x∈T

(
c(x)− π(x)

)
∇wg(x)

=
∑
x∈T

(
c(x)− π(x)

)
a(x)

gdy»

(logit−1)′(q) = logit−1(q)(1− logit−1(q))

∇wπ(x) = π(x)(1− π(x))∇wg(x)

∇wg(x) = a(x)

π(x) = logit−1(g(x))

logit(p) = ln
p

1− p

logit−1(q) =
eq

eq + 1
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Drugie spojrzenie na modele liniowe Drugie spojrzenie na regresj¦ logistyczn¡

Minimalizacja straty logarytmicznej

Alternatywne sformuªowanie: spadek gradientu zastosowany do
minimalizacji straty logarytmicznej.

Strata logarytmiczna: zanegowany logarytm wiarygodno±ci:

LT,c(π) =
∑
x∈T
L(c(x), π(x))

L(c(x), π(x)) = − c(x) lnπ(x)− (1− c(x)) ln(1− π(x))

(logarithmic loss, log loss, logistic loss, cross-entropy loss)
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Drugie spojrzenie na modele liniowe Drugie spojrzenie na regresj¦ logistyczn¡

Wªa±ciwo±ci regresji logistycznej

Zwykle do±¢ dobra jako±¢ klasy�kacji.

Ograniczone ryzyko nadmiernego dopasowania.

Skalibrowane predykcje probabilistyczne dzi¦ki maksymalizacji
logarytmu wiarygodno±ci.
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Drugie spojrzenie na modele liniowe Kalibracja predykcji probabilistycznych

Skalibrowane predykcje

Skalibrowane predykcje prawdopodobie«stw klas: w zbiorze losowo
wybranych przykªadów, dla których wedªug modelu P (d|x) = p, klasa
d wyst¦puje z cz¦sto±ci¡ zbli»on¡ do p.

Modele o nieskalibrowanych predykcjach:

drzewa decyzyjne: prawdopodobie«stwa w li±ciach ekstremalizowane
(�spychane� ku warto±ciom 0 i 1 ze wzgl¦du na stosowane
kryteria wyboru podziaªów i kryteria stopu,

naiwny klasy�kator bayesowski: prawdopodobie«stwa niepoprawne ze
wzgl¦du na niespeªnione zaªo»enie o niezale»no±ci.

Modele o skalibrowanych predykcjach:

regresja logistyczna: maksymalizacja logarytmu wiarygodno±ci
dopasowuje prawdopodobie«stwa do danych.
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Drugie spojrzenie na modele liniowe Kalibracja predykcji probabilistycznych

Skalowanie Platta

Kalibracja prawdopodobie«stw: zastosowanie regresji logistycznej do
wyj±cia modelu o nieskalibrowanych predykcjach (�opakowanie�
modelu w funkcj¦ logistyczn¡ do wyznaczania predykcji
prawdopodobie«stwa klasy 1):

π(x) = logit−1(a · s(x) + b)

gdzie

s(x) � zwracane przez model nieskalibrowane
prawdopodobie«stwo klasy 1 (lub dowolny liczbowy score �
miara �przekonania� modelu, »e przykªad nale»y do klasy 1,
a, b � parametry estymowane analogicznie jak parametry regresji
logistycznej w celu maksymalizacji logarytmu wiarygodno±ci.
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Drugie spojrzenie na modele liniowe Kalibracja predykcji probabilistycznych

Skalowanie Platta

Zmniejszenie ryzyka nadmiernego dopasowania:

do estymacji parametrów a, b u»ywany osobny zbiór przykªadów
T ′ (inny ni» zbiór trenuj¡cy T , na którym tworzono wewn¦trzny
model),
zamiast prawdziwych klas c(x) przy estymacji parametrów a, b
u»ywane �wygªadzone� numeryczne klasy:

c′(x) =


|T ′c=1|+1
|T ′c=1|+2

je±li c(x) = 1
1

|T ′c=0|+2
je±li c(x) = 0
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Drugie spojrzenie na modele liniowe Regularyzacja modeli liniowych

Metody regularyzacji

Cel: ograniczanie ryzyka nadmiernego dopasowania.

Realizacja: dodawanie skªadnika kary do minimalizowanej przy tworzeniu
modelu funkcji straty, np.:

regularyzacja L2 (ridge):
1

2
λ
∑
i

w2
i

regularyzacja L1 (lasso):

λ
∑
i

|wi|

Efekt: preferowanie modeli o mniejszych warto±ciach parametrów �
mniejsza wra»liwo±¢ predykcji na zmiany warto±ci atrybutów.
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Drugie spojrzenie na modele liniowe Regularyzacja modeli liniowych

Metody regularyzacji

Parametr λ ≥ 0: najcz¦±ciej ustalany przez strojenie.

Skalowanie atrybutów: zwykle stosowane aby unikn¡¢ nadmiernej kary za
warto±ci parametrów odpowiadaj¡cych atrybutom o maªym zakresie
warto±ci (transformacje atrybutów b¦d¡ omawiane na jednym
z kolejnych wykªadów).

L1 vs. L2:

L1 sprzyja ustaleniu warto±ci 0 dla wielu parametrów,
L2 sprzyja bardziej równomiernemu zmniejszaniu parametrów.
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Drugie spojrzenie na modele liniowe Regularyzacja modeli liniowych

Regresja liniowa z regularyzacj¡ L2

Funkcja celu do estymacji parametrów (L2): minimalizacja

JT,f (w) =
1

2

1

|T |
∑
x∈T

(f(x)− h(x))2 + 1

2
λ

n∑
i=1

w2
i

Gradient funkcji celu (L2):

∇w1:nJT,f (w) =
1

|T |
∑
x∈T

(
f(x)− h(x)

)
(−∇w1:nh(x)) + λw1:n

= − 1

|T |
∑
x∈T

(
f(x)− h(x)

)
a1:n(x) + λw1:n

= − 1

|T |
∑
x∈T

((
f(x)− h(x)

)
a1:n(x)− λw1:n

)
∂JT,f (w)

∂wn+1
= − 1

|T |
∑
x∈T

(f(x)− h(x))

gdzie w1:n, a1:n(x) � wektory parametrów w1, w2, . . . , wn i warto±ci atrybutów
a1(x), a2(x), . . . , an(x).
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Drugie spojrzenie na modele liniowe Regularyzacja modeli liniowych

Regresja liniowa z regularyzacj¡ L2

Gradientowa reguªa aktualizacji parametrów (L2):

w1:n := w1:n + β
((
f(x)− h(x)

)
a1:n(x)− λw1:n

)
wn+1 := wn+1 + β(f(x)− h(x))

Metoda regularyzowanych najmniejszych kwadratów (L2): rozwi¡zanie
równania ∇w1:nJT,f (w) = 0.
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Drugie spojrzenie na modele liniowe Regularyzacja modeli liniowych

Metoda regularyzowanych najmniejszych kwadratów

Pomijaj¡c dla uproszczenia skªadnik staªy modelu (przyjmuj¡c
wn+1 = 0):

− 1

|T |
aT1:n(T )(f(T )− a1:n(T )w1:n) + λw1:n = 0

− aT1:n(T )f(T ) + aT1:n(T )a1:n(T )w1:n + λ|T |w1:n = 0

w1:n =
(
aT1:n(T )a1:n(T ) + λ|T |In

)−1
aT1:n(T )f(T )

gdy» ∑
x∈T

(f(x)− h(x))a1:n(x) = aT1:n(T )(f(T )− a1:n(T )w1:n)

a1:n(T ) � macierz |T | × n warto±ci atrybutów a1(x), a2(x), . . . , an(x)
dla x ∈ T ,
f(T ) � wektor kolumnowy warto±ci f(x) dla x ∈ T ,
In � macierz jednostkowa o wymiarach n× n.
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Drugie spojrzenie na modele liniowe Regularyzacja modeli liniowych

Metoda regularyzowanych najmniejszych kwadratów

Skªadnik staªy mo»na pomin¡¢ (przyj¡¢ wn+1 = 0) je±li:
dla ka»dego i = 1, 2, . . . , n ±rednia warto±¢ ai na T , mT (ai), jest
równa 0, tzn. macierz a1:n(T ) jest wycentrowana,

±rednia warto±¢ f na T , mT (f), jest równa 0, tzn. wektor f(T ) jest

wycentrowany.

Centrowanie a1:n(T ):

a′i(x) = ai(x)−mT (ai)

przy czym odpowiednia transformacja atrybutów musi by¢ wówczas
tak»e zastosowana dla danych, dla których model jest stosowany do
predykcji (odejmowane ±rednie wyznaczone na zbiorze trenuj¡cym).

Centrowanie f(T ):
f ′(x) = f(x)−mT (f)

przy czym przy predykcji musi by¢ wówczas dodany skªadnik staªy
wn+1 = mT (f).
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Drugie spojrzenie na modele liniowe Regularyzacja modeli liniowych

Regresja liniowa z regularyzacj¡ L1

Funkcja celu do estymacji parametrów (L1): minimalizacja

JT,f (w) =
1

|T |
∑
x∈T

(f(x)− h(x))2 + λ

n∑
i=1

|wi|

Estymacja parametrów (L1): metody subgradientowe (poza zakresem
wykªadu).
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Drugie spojrzenie na modele liniowe Regularyzacja modeli liniowych

Regresja liniowa z regularyzacj¡
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