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Drugie spojrzenie na drzewa decyzyjne Przycinanie drzew decyzyjnych

Przycinanie drzew decyzyjnych

Cel: Zapobieganie nadmiernemu dopasowaniu (bardziej wymagaj¡ce, ale
potencjalnie skuteczniejsze ni» kryterium stopu).

Operator: zast¡pienie poddrzewa li±ciem.

Kryterium: oczekiwana redukcja bª¦du rzeczywistego (wiele ró»nych
szczegóªowych wariantów).

Strategia: najcz¦±ciej wst¦puj¡ca (czasem zst¦puj¡ca, najpierw najlepszy).
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Drugie spojrzenie na drzewa decyzyjne Przycinanie drzew decyzyjnych

Przycinanie drzew decyzyjnych
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Drugie spojrzenie na drzewa decyzyjne Przycinanie drzew decyzyjnych

REP (Reduced Error Pruning)

Kryterium przycinania oparte na estymacji bª¦du rzeczywistego
z wykorzystaniem osobnego podzbioru przykªadów R nieu»ywanego
w trakcie budowy drzewa.

W¦zeª n zast¦powany li±ciem l je±li:

eRn(l) ≤ eRn(n)

Strategia wst¦puj¡ca.

Dobre je±li mo»emy po±wi¦ci¢ osobn¡ pul¦ przykªadów.

Mo»e czasem lepiej przycina¢ troch¦ gorzej, ale budowa¢ lepiej?
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Drugie spojrzenie na drzewa decyzyjne Przycinanie drzew decyzyjnych

MEP (Minimum Error Pruning)

Kryterium przycinania oparte
na m-estymacji (wygªadzaniu
Cestnika) dokªadno±ci na
zbiorze trenuj¡cym.

Wygªadzanie na poziomie li±ci
� wi¦kszy wpªyw na li±cie ni»ej
poªo»one w drzewie o mniejszej
liczbie przykªadów).
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Drugie spojrzenie na drzewa decyzyjne Przycinanie drzew decyzyjnych

MEP (Minimum Error Pruning)

W¦zeª n zast¦powany li±ciem l je±li:

êTn(l) ≤ êTn(n)

Bª¡d dla dowolnego li±cia jest dopeªnieniem do 1 jego m-estymowanej
dokªadno±ci:

êTl
(l) = 1−

|Tl,c=dl |+mp

|Tl|+m

Bª¡d dla dowolnego w¦zªa jest ±redni¡ wa»on¡ bª¦dów w¦zªów lub li±ci
potomnych:

êTn(n) =
∑

n′∈N(n)

|Tn′ |
|Tn|

êTn′ (n
′)

gdzie N(n) oznacza zbiór w¦zªów lub li±ci potomnych w¦zªa n.
Zwykle p = 1

|C| , a m kontroluje agresywno±¢ przycinania.
Strategia wst¦puj¡ca.
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Drugie spojrzenie na drzewa decyzyjne Przycinanie drzew decyzyjnych

CCP (Cost-Complexity Pruning)

Kryterium w postaci nierówno±ciowej:

eTn(l) ≤ eTn(n) + αC(n)

gdzie C(n) oznacza zªo»ono±¢ poddrzewa o korzeniu w w¦¹le n,
mierzon¡ liczb¡ li±ci, a α jest wspóªczynnikiem zªo»ono±ci.

Przycinanie realizowane faktycznie nie przez stosowanie kryterium
nierówno±ciowego, lecz przez wybór drzewa, które minimalizuje:

eT (n1) + αC(n1)

gdzie n1 oznacza w¦zeª-korze« drzewa.

Dla ka»dego w¦zªa istnieje progowa warto±¢ α, powy»ej której zostanie
on przyci¦ty, aby uzyska¢ minimalny koszt.
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Drugie spojrzenie na drzewa decyzyjne Przycinanie drzew decyzyjnych

CCP (Cost-Complexity Pruning)

Mo»na wyznaczy¢ ci¡g zagnie»d»onych
drzew (tzn. takich, »e ka»de kolejne
ma jeden lub wi¦cej przyci¦tych
w¦zªów od poprzedniego), od peªnego
pierwotnego drzewa do pojedynczego
li±cia, odpowiadaj¡cych przedziaªom
warto±ci α.
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Drugie spojrzenie na drzewa decyzyjne Przycinanie drzew decyzyjnych

CCP (Cost-Complexity Pruning)

Wybór warto±ci α na podstawie bª¦du estymowanego za pomoc¡
procedury k-krotnej walidacji krzy»owej, np.:

α odpowiadaj¡ce minimalnemu estymowanemu bª¦dowi,

najwi¦ksze α, dla którego odpowiadaj¡ce estymowany bª¡d nie

przekracza minimalnego estymowanego bª¦du o wi¦cej ni» jedno

odchylenie standardowe.

Mo»na okre±li¢ kryterium stopu dla budowy drzewa przez podanie
warto±ci α (minimalny niezb¦dny spadek bª¦du wymagany do
utworzenia w¦zªa).
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Drugie spojrzenie na drzewa decyzyjne Brakuj¡ce warto±ci atrybutów

Obsªuga brakuj¡cych warto±ci atrybutów

Techniki ogólnego przeznaczenia: pomijanie przykªadów, pomijanie
atrybutów, imputacja (±redni¡, median¡, mod¡, warto±ci¡
przewidywan¡ przez model klasy�kacji/regresji, wielokrotna),
rozszerzenie przeciwdziedziny (sªownika) dla atrybutów dyskretnych.

Techniki specy�czne dla drzew:

podziaªy zast¦pcze (dla drzew binarnych),
przykªady uªamkowe.
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Drugie spojrzenie na drzewa decyzyjne Brakuj¡ce warto±ci atrybutów

Podziaªy zast¦pcze

Ocena podziaªów: brakuj¡ce warto±ci pomijane przy wyznaczaniu
prawdopodobie«stw (warto±¢ oceny mo»e by¢ redukowana
proporcjonalnie do liczby braków w celu zniech¦cenia do u»ywania
atrybutów z wieloma warto±ciami brakuj¡cymi).

Stosowanie podziaªów: w ka»dym w¦¹le oprócz podziaªu podstawowego t
jest uporz¡dkowana lista podziaªów zast¦pczych t1, t2, . . . :

ka»dy podziaª zast¦pczy u»ywa innego atrybutu,
je±li brakuje warto±ci atrybutu u»ywanego przez podziaª
podstawowy, stosowany jest pierwszy podziaª zast¦pczy, dla
którego warto±¢ u»ywanego przez niego atrybutu jest znana.

Wybór podziaªów zast¦pczych: na podstawie zgodno±ci z podziaªem
podstawowym (oceny, jak dobrze potencjalny podziaª zast¦pczy
przewiduje wynik podziaªu podstawowego).
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Drugie spojrzenie na drzewa decyzyjne Brakuj¡ce warto±ci atrybutów

Przykªady uªamkowe

Ocena i stosowanie podziaªów:
w przypadku brakuj¡cej warto±ci
zakªada si¦, »e mo»liwy jest ka»dy
wynik podziaªu, co mo»na
interpretowa¢ jako rozdzielenie
przykªadu na przykªady uªamkowe
odpowiadaj¡ce poszczególnym
wynikom.

Prawdopodobie«stwo wyniku: mo»e by¢
interpretowane jako uªamkowa
liczba egzemplarzy przykªadu x
dla wyniku r, je±li warto±¢
atrybutu sprawdzanego przez
podziaª t jest nieznana:

P (t = r|n) = |Tn,t=r|
|Tn,t 6=?|
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Drugie spojrzenie na drzewa decyzyjne Brakuj¡ce warto±ci atrybutów

Przykªady uªamkowe

Powtórny podziaª z brakuj¡c¡ warto±ci¡: prawdopodobie«stwa (uªamki) si¦
mno»¡.

Liczba egzemplarzy/prawdopodobie«stwo przykªadu w korzeniu: wx = 1
(o ile nie okre±lono innych pocz¡tkowych wag).

Liczba egzemplarzy/prawdopodobie«stwo przykªadu po podziale:

wx,nr = P (t = r|n)wx,n

gdzie nr jest potomkiem w¦zªa n odpowiadaj¡cym wynikowi r
stosowanego w w¦¹le n podziaªu.
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Drugie spojrzenie na drzewa decyzyjne Brakuj¡ce warto±ci atrybutów

Przykªady uªamkowe

U»ywanie przykªadów uªamkowych: zliczanie przykªadów (np. w celu
estymacji rozkªadu klas) zast¡pione sumowaniem liczb egzemplarzy,
np.:

|Tn,c=d| =
∑

x∈Tn,c=d

wx,n

Predykcja: agregacja prawdopodobie«stw klas w li±ciach, do których
docieraj¡ przykªady uªamkowe:

P (l|x) = wx,l

P (d|x) =
∑
l

P (l|x)P (d|l)

h(x) = argmax
d∈C

P (d|x)
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Drugie spojrzenie na drzewa decyzyjne Drzewiaste modele regresji

Drzewa regresji

W¦zªy, gaª¦zie: podziaªy, wyniki podziaªów jak w drzewie decyzyjnym.
Li±cie: liczbowe przewidywane warto±ci funkcji docelowej.
Proces predykcji: przykªad x propagowany od korzenia drzewa do li±cia

±cie»k¡ wyznaczan¡ przez wyniki podziaªów w kolejnych
odwiedzonych w¦zªach t1(x), t2(x), . . . , liczba z osi¡gni¦tego li±cia
jest warto±ci¡ h(x).
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Drugie spojrzenie na drzewa decyzyjne Drzewiaste modele regresji

Drzewa regresji

Budowa: ten sam schemat jak dla drzewa decyzyjnego, lecz inne:

kryterium stopu: na podstawie rozrzutu warto±ci funkcji docelowej �
np. wystarczaj¡co maªe odchylenie standardowe,

wybór warto±ci dla li±cia: warto±¢ minimalizuj¡ca strat¦ przy
predykcji za pomoc¡ staªej (±rednia w przypadku straty
kwadratowej),

kryterium wyboru podziaªu: na podstawie rozrzutu warto±ci funkcji
docelowej � np. ±rednie wa»one odchylenie standardowe po
podziale.
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Drugie spojrzenie na drzewa decyzyjne Drzewiaste modele regresji

Drzewa regresji

Przycinanie: analogiczne jak dla drzew decyzyjnych, lecz z kryteriami
uwzgl¦dniaj¡cymi bª¡d regresji (np. bª¡d ±redniokwadratowy) zamiast
bª¦du klasy�kacji.

Ograniczenia: reprezentacja kawaªkami staªa (�schodkowa�), trudno
o zadowalaj¡c¡ równowag¦ mi¦dzy niedopasowaniem a nadmiernym
dopasowaniem.
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Drugie spojrzenie na drzewa decyzyjne Drzewiaste modele regresji

Drzewa regresji

 a2 < 3.5

 a1 < 4.5
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Drugie spojrzenie na drzewa decyzyjne Drzewiaste modele regresji

Drzewa regresji
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Drugie spojrzenie na drzewa decyzyjne Drzewiaste modele regresji

Drzewa modeli

Dekompozycja dziedziny: jak w drzewie
decyzyjnym i drzewie regresji.

W¦zªy, gaª¦zie: jak w drzewie decyzyjnym
i drzewie regresji.

Li±cie: liniowe modele regresji z parametrami
wyznaczanymi na podstawie podzbiorów
przykªadów trenuj¡cych odpowiadaj¡cych
li±ciom, zwykle z pomini¦ciem atrybutów
wykorzystanych wy»ej do podziaªu (na
±cie»ce prowadz¡cej od korzenia do li±cia).
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Drugie spojrzenie na drzewa decyzyjne Drzewiaste modele regresji

Drzewa modeli

Budowa: jak dla drzew regresji, z tworzeniem modeli linowych w li±ciach
zamiast staªej warto±ci.

Ograniczenie: reprezentacja kawaªkami liniowa.

Wariant wygªadzony: modele liniowe tak»e w w¦zªach, przy predykcji
wyznaczana ±rednia wa»ona predykcji modelu z li±cia i wszystkich
w¦zªów na ±cie»ce od korzenia do li±cia.
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