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Podstawowe algorytmy uczenia si¦ (cz¦±¢ 2) Naiwny klasy�kator bayesowski

Naiwny klasy�kator bayesowski

Wzór Bayesa:

P (A|B) =
P (A)P (B|A)

P (B)

Zastosowanie do predykcji prawdopodobie«stw klas:

P (d|x) = P (c = d | a1 = a1(x), a2 = a2(x), . . . , an = an(x))

Prawdopodobie«stwo klasy na podstawie warto±ci atrybutów:

P (c = d | a1 = v1, . . . , an = vn)

=
P (c = d)P (a1 = v1, . . . , an = vn | c = d)

P (a1 = v1, . . . , an = vn)

Zaªo»enie o niezale»no±ci:

P (a1 = v1, . . . , an = vn | c = d) =
n∏

i=1

P (ai = vi|c = d)

Wymiar VC: liniowo zale»ny od n � ograniczone ryzyko nadmiernego dopasowania.
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Podstawowe algorytmy uczenia si¦ (cz¦±¢ 2) Naiwny klasy�kator bayesowski

Naiwny klasy�kator bayesowski: estymacja

prawdopodobie«stw

Prawdopodobie«stwo a priori klasy:

P (c = d) = PT (c = d) =
|Tc=d|
|T |

Prawdopodobie«stwo warunkowe warto±ci atrybutu:

P (ai = vi|c = d) = PTc=d
(ai = vi) =

|Tc=d,ai=vi |
|Tc=d|

(zwykle stosowane wygªadzanie Cestnika lub Laplace'a)

Mianownik: staªa normalizuj¡ca:

P (a1 = v1, . . . , an = vn) =∑
d∈C

P (c = d)P (a1 = v1, . . . , an = vn | c = d)
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Podstawowe algorytmy uczenia si¦ (cz¦±¢ 2) Naiwny klasy�kator bayesowski

Naiwny klasy�kator bayesowski: atrybuty ci¡gªe

Funkcja g¦sto±ci: zast¡pienie P (ai = vi|c = d) przez gd,i(vi), gdzie gd,i
jest funkcj¡ g¦sto±ci atrybutu ai w klasie d � najcz¦±ciej zakªadany
rozkªad normalny, parametry estymowane jako:

±rednia ai w klasie d: mTc=d
(ai),

odchylenie standardowe ai w klasie d: sTc=d
(ai).

Dyskretyzacja: cz¦sto lepsze, chocia» bardziej pracochªonne podej±cie.
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Podstawowe algorytmy uczenia si¦ (cz¦±¢ 2) Naiwny klasy�kator bayesowski

Naiwny klasy�kator bayesowski: brakuj¡ce warto±ci

Tworzenie modelu: pomijanie brakuj¡cych warto±ci przy estymacji
prawdopodobie«stw P (ai = vi|c = d).

Predykcja: pomijanie prawdopodobie«stw P (ai = vi|c = d) je±li warto±¢ ai
nie jest znana dla klasy�kowanego przykªadu.
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Podstawowe algorytmy uczenia si¦ (cz¦±¢ 2) Naiwny klasy�kator bayesowski

Naiwny klasy�kator bayesowski: wªa±ciwo±ci

Prosty koncepcyjnie, implementacyjnie i obliczeniowo.

Do±¢ odporny na nadmierne dopasowanie.

Niewymagaj¡cy strojenia parametrów.

Naruszenie zaªo»enia o niezale»no±ci nie wyklucza warto±ci
predykcyjnej, chocia» predykcje prawdopodobie«stw klas nie s¡
skalibrowane.

Skuteczny je±li:

trzeba uwzgl¦dni¢ nieznaczny wpªyw znacznej liczby atrybutów (np.
klasy�kacja tekstu),
liczba przykªadów jest stosunkowo maªa w porównaniu z liczb¡
atrybutów,
wyst¦puj¡ liczne brakuj¡ce warto±ci.
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Podstawowe algorytmy uczenia si¦ (cz¦±¢ 2) Modele liniowe

Regresja liniowa

Funkcja reprezentacji:

h(x) =

n∑
i=1

wiai(x) + wn+1 =

n+1∑
i=1

wiai(x) = w ◦ a(x)

gdzie w � wektor parametrów w1, w2, . . . , wn, wn+1, a(x) � wektor
warto±ci atrybutów a1(x), a2(x), . . . , an(x), an+1(x), przy czym
an+1(x) ≡ 1, ◦ � symbol iloczynu skalarnego.

Minimalizacja straty kwadratowej:

ET,f (h) =
1

2

∑
x∈T

(f(x)− h(x))2

Gradientowa reguªa aktualizacji parametrów:

w := w + β(f(x)− h(x))a(x)
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Podstawowe algorytmy uczenia si¦ (cz¦±¢ 2) Modele liniowe

Metoda najmniejszych kwadratów

Wyznaczanie parametrów za pomoc¡ zamkni¦tej formuªy, bez wielokrotnych aktualizacji.
Postulat dopasowania do danych trenuj¡cych jako nadokre±lony ukªad równa« liniowych:

a1(x)w1 + a2(x)w2 + · · ·+ an(x)wn + an+1(x)wn+1 = f(x)

dla ka»dego x ∈ T , przy zaªo»eniu n+ 1 < |T | (zwykle n� |T |, cz¦sto zaleca si¦ np.
|T | ≥ 5n lub |T | ≥ 10n itp.).
W zapisie wektorowo-macierzowym:

a(T )w = f(T )

gdzie a(T ) � macierz |T | × (n+ 1) warto±ci atrybutów a1(x), . . . , an+1(x) dla x ∈ T ,
f(T ) � wektor warto±ci f(x) dla x ∈ T .
Rozwi¡zanie przez pseudo-inwersj¦:

aT(T )a(T )w =aT(T )f(T )

w =
(
aT(T )a(T )

)−1
aT(T )f(T )

Wymagana liniowa niezale»no±¢ atrybutów aby macierz aT(T )a(T ) byªa nieosobliwa.
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Podstawowe algorytmy uczenia si¦ (cz¦±¢ 2) Modele liniowe

Klasy�kacja liniowo-progowa

Wewn¦trzna reprezentacja liniowa (funkcja decyzyjna):

g(x) = w ◦ a(x)

Zewn¦trzna funkcja progowa:

h(x) =

{
1 je±li g(x) ≥ 0

0 w przeciwnym przypadku

Reguªa aktualizacji parametrów (prosty perceptron):

w :=

{
w + c−(x)a(x) je±li h(x) 6= c(x)

w w przeciwnym przypadku

gdzie c−(x) = 2c(x)− 1.
Wymiar VC: n+ 1 � ograniczone ryzyko nadmiernego dopasowania.
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Podstawowe algorytmy uczenia si¦ (cz¦±¢ 2) Modele liniowe

Klasy�kacja liniowo-progowa

1
2

3
4

5

1
2

3
4

5

−5

0

5

10

a1a2

g

1
2

3
4

5

1
2

3
4

5

−5

0

5

10

a1a2

g

1
2

3
4

5

1
2

3
4

5
0.0

0.2

0.4

0.6

0.8

1.0

a1a2

h

a1

a2

2

3

4

2 3 4

Paweª Cichosz 11 / 16



Podstawowe algorytmy uczenia si¦ (cz¦±¢ 2) Modele liniowe

Regresja logistyczna

Wewn¦trzna reprezentacja liniowa (funkcja decyzyjna):

g(x) =
n∑

i=1

wiai(x) + wn+1 = w ◦ a(x)

Zewn¦trzna logistyczna funkcja ª¡cz¡ca:

logit(p) = ln
p

1− p

logit−1(q) =
eq

eq + 1
=

1

1 + e−q

logit−1(g(x)) = π(x) = P (1|x)
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Maksymalizacja logarytmu wiarygodno±ci:

LLT,c(π) = lnP (T, c;π) = ln
∏
x∈T

P (c(x)|x;π)

Reguªa aktualizacji parametrów: w := w + β(c(x)− π(x))a(x)
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Podstawowe algorytmy uczenia si¦ (cz¦±¢ 2) Modele liniowe

Modele liniowe: wªa±ciwo±ci

Proste koncepcyjnie, implementacyjnie i obliczeniowo.

Do±¢ odporne na nadmierne dopasowanie.

Niewymagaj¡ce strojenia parametrów.

Przydatno±¢ ograniczona przez liniow¡ reprezentacj¦, ale ograniczenie
te mo»na przezwyci¦»y¢ (o czym b¦dzie mowa za kilka tygodni).
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Podstawowe algorytmy uczenia si¦ (cz¦±¢ 2) Las losowy

Koncepcja modelowania zespoªowego

Motywacja: wzmocnienie siªy
predykcyjnej i kompensacja
niedoskonaªo±ci przez ª¡czenie
modeli.

Modele bazowe: ró»ne modele
h1, h2, . . . , hm dla tego
samego zadania klasy�kacji
lub regresji.

�¡czenie predykcji: predykcja
h1:m(x) na podstawie
h1(x), h2(x), . . . , hm(x).
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Podstawowe algorytmy uczenia si¦ (cz¦±¢ 2) Las losowy

Las losowy

Modele bazowe: drzewa decyzyjne/drzewa regresji tworzone na podstawie
prób bootstrapowych przez algorytm randomizowany w celu
zwi¦kszenia zró»nicowania:

wybór podziaªu: spo±ród podziaªów opartych na podzbiorze
atrybutów niezale»nie losowanym w ka»dym w¦¹le (zazwyczaj
losuje si¦ b

√
nc spo±ród wszystkich n atrybutów dla klasy�kacji

i bn/3c dla regresji).
rozbudowane drzewa: pó¹no dziaªaj¡ce kryteria stopu, brak

przycinania (wi¦cej w¦zªów � wi¦cej okazji do zró»nicowania).

�¡czenie predykcji: zwykªe gªosowanie/u±rednianie.
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Podstawowe algorytmy uczenia si¦ (cz¦±¢ 2) Las losowy

Las losowy

RND

RND

RND

RND

Wªa±ciwo±ci: zazwyczaj bardzo wysoka jako±¢ predykcji przy niewielkim
wysiªku, odporno±¢ na nadmierne dopasowanie, ograniczona
wra»liwo±¢ na ustawienia parametrów, zwykle co najmniej kilkaset
modeli bazowych.
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