Zaawansowane uczenie maszynowe:
wyktad 14

Pawet Cichosz

Pawet Cichosz 1/23



Selekcja atrybutéw
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Selekcja atrybutéw

Motywacja: ograniczenie ryzyka nadmiernego dopasowania, uproszczenie
modeli i zwiekszenie mozliwosci ich interpretacji.
Rodzaje metod:
filtry (attribute selection filters): selekcja na podstawie pewnej miary
predykcyjnej przydatnosci pojedynczych atrybutéw lub
(rzadziej) podzbioréw atrybutéw, niezwigzanej z konkretna
reprezentacja i algorytmem tworzenia modelu,
opakowania (attribute selection wrappers): selekcja przez
przeszukiwanie przestrzeni podzbioréw atrybutéw, ocenianych
na podstawie jakosci modeli tworzonych z ich wykorzystaniem
przez ustalony docelowy algorytm uczenia sie.
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Selekcja atrybutéw

Selekcja atrybutéw przez filtrowanie

Korzysci: fatwo$¢ uzycia, niezalezno$¢ selekcji od docelowego algorytmu
uczenia sie.

Proste filtry statystyczne: ocena predykcyjnej przydatnosci poszczegélnych
atrybutéw na podstawie statystycznych miar zaleznosci z atrybutem
docelowym.

Algorytm CFS (correlation-based feature selection): ocena predykcyjnej
przydatnosci podzbioru atrybutéw A na podstawie ich zaleznosci
z atrybutem docelowym i zaleznosci wzajemnych:

ZaEA ’i(a’v b)
\/|A| + Zal,ageA,agéaz R(alv a2)

gdzie b — atrybut docelowy, x — miara zaleznosci (np. wspétczynnik
korelacji, informacja wzajemna, symetryczna niepewnos¢ itp.).

Pawet Cichosz 4 /23



Selekcja atrybutéw przez filtrowanie

Las losowy: wptyw zaburzenia atrybutu przez losowa
a hows ¢ permutacje wartosci na wzrost btedu OOB
w lesie losowym (waznos¢ zmiennych).
Algorytm Boruta: iteracyjny proces selekcji atrybutéw
— wykorzystujacy las losowy.

@ Tworzone randomizowane kopie kazdego atrybutu (przez
LI L losowg permutacje).

© Wyznaczana predykcyjna uzyteczno$é wszystkich
atrybutéw za pomoca lasu losowego.

© Predykcyjna uzyteczno$¢ kazdego atrybutu poréwnywna
z maksymalna predykcyjna uzytecznos$cig jego
— randomizowanych kopii:
atrybuty wazne: istotnie czesciej lepsze niz gorsze od
najlepszej randomizowanej kopii,

L L atrybuty niewazne: istotnie czeSciej gorsze niz lepsze od
najlepszej randomizowanej kopii.
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Selekcja atrybutéw

Selekcja atrybutéw przez opakowywanie

Korzysci: dostosowanie zestawu atrybutéw do specyfiki docelowego
algorytmu uczenia sie.

Podzbiory atrybutéw: generowane przez zastosowanie pewnej strategii
przeszukiwania przestrzeni mozliwych podzbioréw.

Ocena podzbioréw atrybutéw:

@ ograniczenie danych do atrybutéw z podzbioru,
@ zastosowanie procedury oceny jakosci modeli opartej na

prébkowaniu (najczesciej n x k-krotna walidacja krzyzowa).
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Selekcja atrybutéw

Przeszukiwanie przestrzeni podzbioréw

Proste strategie lokalnego przeszukiwania:

w przéd: dodawanie kolejnych atrybutéw zaczynajac od podzbioréw
jednoelementowych, zatrzymanie gdy kilka kolejnych krokéw
nie przynosi poprawy jakosci.

wstecz: usuwanie kolejnych atrybutéw zaczynajac od petnego zbioru,
zatrzymanie gdy kilka kolejnych krokéw nie przynosi poprawy
jakosci.

mieszane: przeplatanie krokéw w przéd i wstecz.

Metaheurystyczne algorytmy przeszukiwania: np. wspinaczkowe,
symulowane wyzarzanie, ewolucyjne.
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Selekcja atrybutéw

Przeszukiwanie przestrzeni podzbioréw
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Selekcja atrybutéw

Rekurencyjna eliminacja atrybutéw

Podejscie hybrydowe: o wyborze podzbioru decyduje ocena jakosci modelu
(jak przy opakowywaniu), lecz proces przeszukiwania ukierunkowany
przez miare przydatnosci atrybutéw (jak przy filtrowaniu).

© zainicjalizuj A jako zbidr wszystkich atrybutéw;
O powtarzaj:
@ utworz model h z uzyciem atrybutéw z A;
® wyznacz warto$¢ miary przydatnosci kazdego a € A dla modelu h;
© ocen jakos¢ modelu;
O usun z A ustalong liczbe s > 1 najmniej przydatnych atrybutéw;

jak dtugo nie s3 spetnione kryteria stopu.
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Selekcja atrybutéw

Selekcja atrybutéw jako czes¢ procesu modelowania

@ Dane uzywane do selekgji atrybutéw wchodzg w sktad zbioru
trenujacego (w szerszym sensie) nawet jesli nie s bezposrednio
wykorzystywane do tworzenia modelu po selekcji atrybutéw.

@ W celu nieobcigzonej oceny jakosci modelu konieczny podzbiér
niewykorzystywany ani do jego tworzenia, ani do selekgcji atrybutéw.
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Transformacja atrybutéw
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Transformacja atrybutéw

Transformacje skalujace

Motywacja: transformacje zalecane w przypadku algorytmoéw
wykorzystujacych miary niepodobienstwa i odlegtosci (w tym SVM),
stosujacych regularyzacje lub zaktadajacych normalnos¢ atrybutéw,
moga przyspiesza¢ algorytmy gradientowe.

Centrowanie: sprowadzanie do rozktadu o $redniej O:
d'(z) = a(z) —mr(a)

Standardyzacja: sprowadzanie do rozktadu o Sredniej 0 i odchyleniu
standardowym 1:
a(x) —mr(a)

a'(x) = oy
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Transformacja atrybutéw

Transformacje skalujace

.Normalizacja” (1): skalowanie do przedziatu [0, 1]:

i (z) = a(z) — minx/e.T a(x)
max,er a(x) — ming e a(x)

.Normalizacja” (2): sprowadzanie do jednostkowej normy wektora wartosci
atrybutéw:
la(z)]|
Normalizacja: sprowadzanie do rozktadu (zblizonego do) normalnego — np.
transformacja Boxa-Coxa.
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Transformacja atrybutéw

Transformacje skalujace

Transformacja Boxa-Coxa:
af‘(a;)—l ..
dx) =4 A J.eslf)\;éO
Ina;(z) jesli A=0

pod warunkiem, ze a;(z) > 0 dla wszystkich x, w przeciwnym
przypadku mozna to wymusi¢ przesunieciem:

oi(z) (@@L gy X £ 0
‘ In(a;(z) +b) jesli A=0

Dobér A: np. maksymalizacja wiarygodnosci (prawdopodobienstwa
przeksztatconych wartosci atrybutu przy zatozeniu rozktadu
normalnego).
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Transformacja atrybutéw

Transformacje redukujace wymiarowo$c¢

Motywacja: ograniczenie ryzyka nadmiernego dopasowania.

Zasada dziatania: liniowe transformacje algebraiczne macierzy wartosci
atrybutéw — tworza mniejszg liczbe nowych atrybutéw liniowo
zaleznych od pierwotnych atrybutéw zapewniajacych mozliwos¢ ich
przyblizonej rekonstrukgcji.

Analiza sktadowych gtéwnych (prinicipal component analysis, PCA):
identyfikacja nowych atrybutéw jako sktadowych gtéwnych:

@ nieskorelowane kombinacje liniowe atrybutéw pierwotnych,

o kazda kolejna maksymalizuje wariancje przy zachowaniu
ortogonalnosci do poprzednich,

@ wyznaczane na podstawie wektoréw i wartosci wiasnych
macierzy kowariancji (lub korelacji) atrybutéw (po
wycentrowaniu).
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Transformacja atrybutéw

Transformacje redukujace wymiarowo$c¢

Realizacja PCA: dla macierzy wartosci atrybutéw na zbiorze trenujacym
a(T):
centrowanie: wyznaczenie macierzy wartosci wycentrowanych
atrybutéw a’(T') przez odjecie $rednich:

a'(x) = a(x) — mr(a)

kowariancja/korelacja: wyznaczenie macierzy kowariancji lub korelacji
(liniowej) R:
R[i, j] = covr(aj, a})
lub
R[i, j] = corr(al, a;-)

(uzycie korelacji zamiast kowariancji daje efekt réwnowazny
sprowadzeniu atrybutéw do jednakowej wariancji).
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Transformacja atrybutéw

Transformacje redukujace wymiarowo$c¢

Realizacja PCA:

wektory wtasne: wyznaczenie wektoréw i wartosci wtasnych macierzy
R,

sktadowe gtéwne: wybér k wektoréw witasnych o najwiekszych
wartosciach wtasnych vi,va, ... v,

macierz projekcji: macierz, ktérej kolumnami sa wybrane wektory
wiasne:

V = [V17V2,...,Vk]

projekcja: rzutowanie danych na wektory wiasne:

a’(x) =VTa(x)
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Transformacja atrybutéw

Transformacje redukujace wymiarowo$c¢

Rozktad wedtug wartosci osobliwej (singular value decomposition, SVD):
dogodna numerycznie alternatywna metoda realizacji PCA przez
faktoryzacje macierzy wartosci atrybutéw.
Pokrewne metody (poza zakresem wykfadu):
wielowymiarowa analiza odpowiedniosci
(multiple correspondence, analysis, MCA): odpowiednik PCA dla
atrybutéw dyskretnych,

analiza ukrytej semantyki (/atent semantic analysis, LSA):

ukryta alokacja Dirichleta (/atent Dirichlet allocation, LDA):
redukcja wymiarowosci reprezentacji dokumentéw tekstowych

(macierzy dokument-term) przez identyfikacje ,,ukrytych
atrybutéw” (,tematéw”).
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Dyskretyzacja atrybutéw ciggtych

Utworzenie atrybutu dyskretnego zastepujacego oryginalny atrybut ciagty,
o warto$ciach dyskretnych odpowiadajacych przedziatom wartosci ciggtych:

rowna szeroko$¢: podziat na przedziaty o réwnej szerokosci,

rowna czestos¢: podziat na przedziaty o réwnej czestosci (liczbie
przyktadéw),

nadzorowana: podziat na przedziaty z uwzglednieniem rozktadu klas.
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Dyskretyzacja atrybutéw ciggtych

Dyskretyzacja zstepujaca: poczatkowo jeden przedziat, nastepnie
iteracyjnie wybierane punkty podziatu na mniejsze przedziaty
maksymalnie ,,czyste klasowo”, np. na podstawie minimalizacji
entropii (réwnowazne tworzeniu drzewa decyzyjnego z uzyciem

jednego atrybutu ciggtego).

[>=as),

(-Inf,1.8) [1.8,2.7) [2.7.4.9) [4.9,8.5) [8.59.8) [9.8, Inf)
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Dyskretyzacja atrybutéw ciggtych

Dyskretyzacja wstepujgca: poczatkowo przedziaty jednoelementowe,
nastepnie iteracyjnie taczone pary przedziatéw o maksymalnie
podobnym rozktadzie klas, np. na podstawie maksymalizacji
statystyki x?.

Kryteria stopu: liczba przedziatéw, nieczystos¢/zgodnosé rozktadu klas,
zasada minimalnej dtugosci kodu (por. wyktfad 11).
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Transformacja atrybutéw

Transformacje atrybutéw dyskretnych

Agregacja: utworzenie atrybutu dyskretnego o mniejszej liczbie wartosci
zastepujacego oryginalny atrybut dyskretny o wiekszej liczbie wartosci przez
potaczenie pewnych podzbioréw pierwotnych wartosci.

Binarne kodowanie: atrybut dyskretny k-wartosciowy a : X — {v1,v9,...,vx}
zastgpowany przez k atrybutéw binarnych af, a5, ..., a), (tzw. one-hot
encoding) lub k — 1 atrybutéw binarnych @/, a5, ..., a)_; (tzw. dummy
variables):

, {1 jesli a(x) = v;
a;(w) = .
0 w przeciwnym przypadku
przy czym:

e wartosci v; dlai =1,...,k — 1 s3 reprezentowane przez aj(z) = 1
ial(z)=0dlaj#4

© warto$¢ vy, jest reprezentowana przez aj(z) = 1idj(x) =0dla j #k
w wariancie one-hot encoding oraz przez ajj(z) = 0 dla wszystkich
j=1,...,k—1 w wariancie dummy variables.
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Transformacja atrybutéw

Transformacja atrybutéw jako czes¢ procesu modelowania

@ Parametry transformacji ustalone na danych trenujacych przed
tworzeniem modelu stosowane do nowych danych przed uzyciem
modelu do predykgji.

@ Petna reprezentacja modelu obejmuje parametry transformacji

stosowanych przed zastosowaniem wtasciwego modelu do predykgcji.
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