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Drugie spojrzenie na zadanie klasy�kacji Klasy�kacja wieloetykietowa

Zadanie klasy�kacji wieloetykietowej

Podstawowa koncepcja: wiele niewykluczaj¡cych si¦ etykiet klas
przypisanych do jednego przykªadu.

Zbiór klas: C � sko«czony zbiór mo»liwych etykiet.

Poj¦cie docelowe: c : X → 2C � przypisuje ka»demu przykªadowi podzbiór
mo»liwych etykiet.

Model: h : X → 2C � przypisuje ka»demu przykªadowi podzbiór mo»liwych
etykiet.

Kodowanie binarne: c(x), h(x) reprezentowane jako |C|-elementowe
wektory binarne, w których 1 na pozycji odpowiadaj¡cej etykiecie d
oznacza odpowiednio, »e d ∈ c(x) lub d ∈ h(x).
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Drugie spojrzenie na zadanie klasy�kacji Klasy�kacja wieloetykietowa

Metody transformacji klasy�kacji wieloetykietowej

Metoda binarnej relewantno±ci: oddzielny model klasy�kacji binarnej dla
ka»dej mo»liwej etykiety, predykcja zwraca wszystkie etykiety, dla
których odpowiednie klasy�katory binarne daªy predykcj¦ pozytywn¡.

Metoda ªa«cucha klasy�katorów: sekwencyjnie tworzone i stosowane
modele klasy�kacji binarnej, predykcja poprzedniego modelu staje si¦
dodatkowym atrybutem dla kolejnego modelu.

Metoda zbioru pot¦gowego etykiet: model klasy�kacji wieloklasowej, dla
którego klasami s¡ wszystkie mo»liwe podzbiory zbioru etykiet
(bezpo±rednie potraktowanie klasy�kacji wieloetykietowej jako
klasy�kacji wieloklasowej).
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Drugie spojrzenie na zadanie klasy�kacji Klasy�kacja wieloetykietowa

Metoda binarnej relewantno±ci

Transformacja poj¦cia: dla ka»dej etykiety d ∈ {d1, d2, . . . }:

cd(x) =

{
1 je±li d ∈ c(x)

0 je±li d 6∈ c(x)

Tworzenie modelu: tworzone modele klasy�kacji binarnej hd dla wszystkich
d ∈ {d1, d2, . . . }.

Predykcja: wyznaczane predykcje hd(x) dla wszystkich d ∈ {d1, d2, . . . },
na tej podstawie:

h(x) = {d ∈ C | hd(x) = 1}

Ograniczenia: brak wykorzystania ewentualnych zale»no±ci mi¦dzy
etykietami.
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Drugie spojrzenie na zadanie klasy�kacji Klasy�kacja wieloetykietowa

Metoda ªa«cucha klasy�katorów

Transformacja poj¦cia: dla ka»dej etykiety d ∈ {d1, d2, . . . }:

cd(x) =

{
1 je±li d ∈ c(x)

0 je±li d 6∈ c(x)

Tworzenie modelu: sekwencyjnie tworzone modele klasy�kacji binarnej hd
dla wszystkich d ∈ {d1, d2, . . . }, przy czym do zestawu atrybutów
wej±ciowych dla modelu hdi doª¡czane s¡ predykcje modeli hdj dla
j < i.
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Drugie spojrzenie na zadanie klasy�kacji Klasy�kacja wieloetykietowa

Metoda ªa«cucha klasy�katorów

Predykcja: wyznaczane sekwencyjnie predykcje hd(x) dla wszystkich
d ∈ {d1, d2, . . . }, na tej podstawie:

h(x) = {d ∈ C | hd(x) = 1}

Kolejno±¢ etykiet: arbitralna, losowa lub dobrana heurystycznie (np. wedªug
ªatwo±ci predykcji, cz¦sto±ci wyst¦powania, zale»no±ci).

Warianty rozwini¦te: m.in. bayesowski ªa«cuch klasy�katorów, zespóª
ªa«cuchów klasy�katorów.
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Drugie spojrzenie na zadanie klasy�kacji Klasy�kacja wieloetykietowa

Ocena jako±ci klasy�kacji wieloetykietowej

Wieloetykietowa macierz pomyªek dla klas:

TPd: |{x ∈ S | d ∈ c(x) ∧ d ∈ h(x)}|
TNd: |{x ∈ S | d 6∈ c(x) ∧ d 6∈ h(x)}|
FPd: |{x ∈ S | d 6∈ c(x) ∧ d ∈ h(x)}|
FNd: |{x ∈ S | d ∈ c(x) ∧ d 6∈ h(x)}|

Wieloetykietowa macierz pomyªek dla przykªadów:

TPx: |{d ∈ C | d ∈ c(x) ∧ d ∈ h(x)}|
TNx: |{d ∈ C | d 6∈ c(x) ∧ d 6∈ h(x)}|
FPx: |{d ∈ C | d 6∈ c(x) ∧ d ∈ h(x)}|
FNx: |{d ∈ C | d ∈ c(x) ∧ d 6∈ h(x)}|

Standardowe miary jako±ci oparte na macierzy pomyªek: wspóªczynnik
prawdziwych/faªszywych pozytywnych, precyzja, odzysk itp.

Agregacja oceny: mikro-/makro-u±rednianie.

Krzywe ROC/PR: dekompozycja �1 kontra reszta� (one vs. rest, OvR).
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Drugie spojrzenie na zadanie klasy�kacji Aktywne uczenie si¦

Aktywne uczenie sie

Cel: ograniczenie pracochªonno±ci lub kosztu dostarczenia danych

etykietowanych w zadaniach klasy�kacji.

Zaªo»enie: dost¦pna du»a pula przykªadów nieetykietowanych i maªy lub pusty

zbiór przykªadów etykietowanych.

Inicjalizacja: wykorzystanie dost¦pnego zbioru

przykªadów etykietowanych lub wybór

przykªadów z puli i »¡danie dostarczenia

ich etykiet w celu uzyskania pocz¡tkowego

zbioru trenuj¡cego do utworzenia

pierwszego modelu.

Zapytania: iteracyjnie powtarzane »¡dania

dostarczenia etykiet niewielkiej liczby

wybranych przykªadów z puli, doª¡czenie

nowych etykietowanych przykªadów do

zbioru trenuj¡cego i utworzenie kolejnego

modelu.
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Drugie spojrzenie na zadanie klasy�kacji Aktywne uczenie si¦

Scenariusz aktywnego uczenia si¦

1: wybierz pocz¡tkowy zbiór przykªadów trenuj¡cych T z puli P ;
2: P := P − T ;
3: uzyskaj etykiety klas dla T ;
4: repeat

5: utwórz model h u»ywaj¡c zbioru trenuj¡cego T ;
6: wybierz zbiór przykªadów do zapytania Q ⊂ P ;
7: uzyskaj etykiety klas dla Q;
8: T := T ∪Q; P := P −Q;
9: until osi¡gni¦to maksymaln¡ liczb¦ iteracji lub P = ∅ lub speªnione s¡

kryteria stopu;
10: return h.
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Drugie spojrzenie na zadanie klasy�kacji Aktywne uczenie si¦

Wybór przykªadów do zapyta«

Na podstawie niepewno±ci: wybierane przykªady, dla których niepewno±¢
predykcji modelu jest najwi¦ksza (ufno±¢ jest najmniejsza).

Na podstawie odlegªo±ci od granicy decyzyjnej: wybierane przykªady
poªo»one najbli»ej granicy decyzyjnej.

Na podstawie zró»nicowania: wybierane przykªady, które powoduj¡
najwi¦ksze zró»nicowanie zbioru trenuj¡cego.

Na podstawie g¦sto±ci: wybierane przykªady le»¡ce w obszarach
o najwy»szej g¦sto±ci.

Na podstawie wpªywu na model: wybierane przykªady, które mog¡
w najwi¦kszym stopniu wpªyn¡¢ na zmian¦ modelu.
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Drugie spojrzenie na zadanie klasy�kacji Aktywne uczenie si¦

Miary niepewno±ci

Entropia:

unc_ent(p) =
∑
d

−P (d|x) logP (d|x)

Najmniejsza ufno±¢:
unc_lc(p) = 1− P (d1|x)

Margines ufno±ci:

unc_cm(p) = 1− (P (d1|x)− P (d2|x))

Iloraz ufno±ci:

unc_cr(p) =
P (d2|x)
P (d1|x)

d1 � klasa najbardziej prawdopodobna,

d2 � nast¦pna klasa najbardziej prawdopodobna.
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Drugie spojrzenie na zadanie klasy�kacji Aktywne uczenie si¦

Kryteria stopu

Na podstawie jako±ci predykcji: jako±¢ predykcji jest wystarczaj¡ca lub
przestaªa si¦ poprawia¢ � trudne do zastosowania w praktyce
(wymagaªoby pozostawienia cz¦±ci danych etykietowanych do oceny
modelu).

Na podstawie niepewno±ci: niepewno±¢ predykcji modelu jest
wystarczaj¡co niska lub przestaªa spada¢.

Np. niska maksymalna niepewno±¢ mierzona za pomoc¡ entropii.

Na podstawie stabilno±ci: stabilno±¢ predykcji modelu jest wystarczaj¡co
wysoka.

Np. wysoka korelacja mi¦dzy predykcjami prawdopodobie«stw
klas modeli z kolejnych iteracji.
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Drugie spojrzenie na zadanie klasy�kacji Póªnadzorowane uczenie si¦

Póªnadzorowane uczenie si¦

Cel: Poprawienie jako±ci modeli klasy�kacji uzyskiwanych na podstawie maªych
zbiorów trenuj¡cych.

Zaªo»enie: dost¦pna du»a pula przykªadów nieetykietowanych i maªy przykªadów
etykietowanych.

Mo»liwe podej±cia:

Wykorzystanie danych nieetykietowanych do poprawienia estymacji
rozkªadu prawdopodobie«stwa klas: preferowanie modeli daj¡cych
podobne predykcje dla podobnych przykªadów nieetykietowanych.
Wykorzystanie danych nieetykietowanych do poprawienia poªo»enia
granicy decyzyjnej: preferowanie modeli nierozdzielaj¡cych skupisk
przykªadów nieetykietowanych.
Wykorzystanie danych nieetykietowanych do doboru reprezentacji (np.
selekcji lub transformacji atrybutów, funkcji j¡drowej itp.).
Wykorzystanie danych nieetykietowanych do generowania dodatkowych
przykªadów trenuj¡cych przez samoetykietowanie (self-training) lub
wspóªetykietowanie (co-training).
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Drugie spojrzenie na zadanie klasy�kacji Póªnadzorowane uczenie si¦

Samoeetykietowanie

1: repeat

2: utwórz model h u»ywaj¡c zbioru trenuj¡cego T ;
3: wyznacz predykcje modelu h dla przykªadów z puli P ;
4: wybierz zbiór przykªadów S ⊂ P do samoetykietowania

o najmniejszej niepewno±ci predykcji;
5: T := T ∪ S; P := P − S;
6: until osi¡gni¦to maksymaln¡ liczb¦ iteracji lub P = ∅ lub speªnione s¡

kryteria stopu;
7: return h.
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Drugie spojrzenie na zadanie klasy�kacji Póªnadzorowane uczenie si¦

Wspóªetykietowanie

Oddzielne modele tworzone z u»yciem ró»nych (np. rozª¡cznych lub
warunkowo niezale»nych) zestawów atrybutów.

Najmniej niepewne (najbardziej ufne) predykcje ka»dego modelu
wykorzystywane jako etykiety dodatkowych przykªadów dla
pozostaªych modeli.

Modele wykorzystywane jako zespóª, którego poª¡czone predykcje
wyznaczane s¡ z uwzgl¦dnieniem ufno±ci.
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Drugie spojrzenie na zadanie klasy�kacji Inne warianty zadania klasy�kacji

Inne warianty zadania klasy�kacji

Transfer learning: wykorzystywanie podczas tworzenia modelu wiedzy
uzyskanej przy tworzeniu modeli dla innych pokrewnych zada«.

Multi-task learning: tworzenie jednego modelu dla wielu pokrewnych zada«.

Zero-, one-, few-shot learning: wykorzystanie dodatkowej wiedzy
dziedzinowej (np. opisów klas lub podobie«stwa mi¦dzy nimi)
i danych nieetykietowanych do tworzenia modelu zdolnego do
predykcji klas, które nie byªy reprezentowane w zbiorze trenuj¡cym,
byªy reprezentowane przez pojedyncze przykªady lub byªy
reprezentowane przez niewielk¡ liczb¦ przykªadów.

Obecnie stosowane najcz¦±ciej z algorytmami gª¦bokiego uczenia si¦,
ale istniej¡ równie» inne podej±cia (np. oparte na metodach
bayesowskich lub j¡drowych).

Poza zakresem wykªadu.
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