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Koszty pomytek i niezréwnowazone klasy

@ Koszty pomytek i niezréwnowazone klasy
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Koszty pomytek i niezréwnowazone klasy

Reprezentacja kosztow

c dy ﬂ[dh dz]

di

Pawet Cichosz

Macierz kosztéw: p|dy,da] — koszt
predykcji h(xz) = da gdy c(x) = d;.
@ pldy,ds] > 0 dla dowolnych
di,ds € C,
e pld,d] = 0 dla dowolnego d € C.
Wektor kosztéw: p[d] — koszt niepoprawnej
predykcji gdy c¢(x) = d (uproszczona
reprezentacja kosztéw).

~Splaszczenie” kosztéw:

Pl = = > sl
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Koszty pomytek i niezréwnowazone klasy

Reprezentacja kosztow

Koszty na poziomie przyktadéw: dla kazdego przyktadu = osobno okreslone
koszty pomytek p(x)[dy,d2] lub p(x)[d] zalezne od wartosci
atrybutéw tego przyktadu.

Zrédto kosztéw:

@ obiektywne koszty niepoprawnych predykgeji okreslone na
podstawie wiedzy o dziedzinie,

@ subiektywnie okreslone koszty reprezentujace ,waznos¢” klas lub
kompensujace ich niezréwnowazenie.
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Koszty pomytek i niezréwnowazone klasy

Niezréwnowazone klasy

Problem: minimalizacja btedu moze dawa¢ model ,zaniedbujacy” klase lub
klasy mniejszoSciowe.

Uwrazliwianie na klasy mniejszosciowe: analogicznie jak uwrazliwianie na
klasy o bardziej kosztownych pomytkach przy tworzeniu modelu.

Koszty réwnowazace klasy: koszt pomytek p[d] odwrotnie proporcjonalny
do czestosci wystepowania klasy d w zbiorze trenujacym.
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Uwzglednianie kosztéw przy predykgcji

Oczekiwany koszt pomytki przy predykeji h(z) = d:
> pld, dP(d'|x)
d'eC
Reguta minimalnego kosztu:
h(x) = arg mln Z [d,dP(d|x)
d’eC
Przypadek dwuklasowy: predykcja klasy 1 wtedy i tylko wtedy, gdy
P(0]z)p[0] < P(1]x)p[1]
Prég predykeji 1:
P(llz) =

Kalibracja prawdopodobienstw: mozliwosé¢ poprawienia jakosci predykgeji
probabilistycznych (por. wyktad 6).
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Uwzglednianie kosztéw przy tworzeniu modelu
Wazenie: waga przyktadu = proporcjonalna do kosztu plc(x)] -

minimalizacja wazonego btedu klasyfikacji, ktéry jest proporcjonalny
do sredniego kosztu pomytek:

ercw(h) = W
_ 7] D et Ple(@)]
ZﬂCET Wy 7|
= |T| Z:UET P[C(:U)’ h(:L‘)]
ZIET Wy 7|

przyjmujac, ze w, = plc(x)] oraz

0 _je§|l dl = d2
pld1] w przeciwnym przypadku

p[dhd?] = {
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Koszty pomytek i niezréwnowazone klasy

Uwzglednianie kosztéw przy tworzeniu modelu

Prawdopodobieristwa a priori: prawdopodobienstwo a priori klasy d
proporcjonalne do kosztu p[d] (zamiast prawdopodobienstwa
opartego na czestosci klasy d w zbiorze trenujacym).

Replikacja/prébkowanie: liczba egzemplarzy lub prawdopodobieristwo
przyktadu x proporcjonalne do kosztu p[c(x)], np.:

o replikacja przyktadéw klas o bardziej kosztownych pomytkach,
@ prébkowanie przyktadéw klas o mniej kosztownych pomytkach,
@ losowanie préby ze zwracaniem ze zbioru trenujacego

z prawdopodobiefnstwami proporcjonalnymi do kosztéw pomytek.
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Koszty pomytek i niezréwnowazone klasy

Uwzglednianie kosztéw przy tworzeniu modelu

Generowanie sztucznych przyktadéw: SMOTE
(synthetic minority oversampling technique)

o dla kazdego przyktadu trenujacego klasy
d (mniejszosciowej/o wiekszym koszcie
pomytek) wyznaczany zbiér k
najblizszych sasiadéw tej samej klasy
z uzyciem ustalonej miary
niepodobieristwa,

@ nowy przyktad generowany jako losowo
wybrany wektor wartosci atrybutéw
lezacy pomiedzy x i sasiadem 2/,

@ liczb generowanych przyktadéw
proporcjonalna do kosztu p[d].
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Przyktadowe realizacje

Wagi klas lub przyktadéw dla drzew decyzyjnych: zliczanie przyktadéw w celu
wyznaczania kryterium stopu, prawdopodobienstw klas w lisciach
i kryterium wyboru podziatu zastepowane przez sumowanie wag

przyktadéw:
S] > D wa
zesS

dla dowolnego S C T.

Prawdopodobienstwa a priori dla drzew decyzyjnych: przy zliczaniu przyktadéw
w celu wyznaczania kryterium stopu, prawdopodobienstw klas w lisciach
i kryterium wyboru podziatu liczba przyktadéw kazdej klasy mnozona
przez iloraz jej prawdopodobiefistwa a priori i jej czestosci wystepowania
w zbiorze trenujacym:

P(c=d)
Se=d|  ~  |Se=dl 7777
Somdl - Wemdlig
dla dowolnego S C T.
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Koszty pomytek i niezréwnowazone klasy

Przyktadowe realizacje

Wagi klas dla SVM: warto$ci zmiennych luzujacych uwzgledniane przy
wyznaczaniu kosztu naruszenia ograniczen mnozone przez wagi klas:

zeT zeT

Prébkowanie dla lasu losowego:

@ proby bootstrapowe losowane warstwowo,
e prawdopodobieristwo wylosowania/wielkos$¢ préby dla klasy d
proporcjonalne do p[d].
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Drugie spojrzenie na ocene jakosci modeli

© Drugie spojrzenie na ocene jakosci modeli
@ Dodatkowe miary jakosci
@ Procedury oceny
o Kryteria informacyjne jakosci modeli
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Drugie spojrzenie na ocene jakosci modeli Dodatkowe miary jakosci

Dodatkowe miary jakosci

Réwnowazona doktadnos¢ (balanced accuracy, BAC):
1 TP N TN
2\TP+FN TN+FP

— $rednia arytmetyczna doktadnosci dla obu klas (mozliwe takze
uogdlnienie dla klasyfikacji wieloklasowej).

Korelacja Matthewsa (Matthews correlation coetficient, MCC):

TP-TN — FP - FN
/(TP + FP)(TP + FN)(TN + FP)(TN + FN)

— réwnowazny wspotczynnikowi korelacji liniowej miedzy ci h
(prawdziwymi i przewidywanymi klasami ze zbioru {0,1}).
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Drugie spojrzenie na ocene jakosci modeli Dodatkowe miary jakosci

Ocena macierzy pomytek dla klasyfikacji wieloklasowej

Binaryzacja: ocena jakosci klasyfikacji po dekompozycji pierwotnego
zadania wieloklasowego na zadania binarne:
1 kontra reszta” (one vs. rest, OVR): kazda klasa traktowana jako
pozytywna, pozostate klasy tacznie traktowane jako negatywna,
1 kontra 1" (one vs. one, OvO): dla kazdej pary klas jedna
traktowana jako pozytywna, druga traktowana jako negatywna.

Makro-usrednianie: wskazniki jakosci wyznaczane niezaleznie dla kazdego
zadania binarnego i usredniane.

Mikro-usrednianie: predykcje i prawdziwe wartosci dla kazdego zadania
binarnego scalane (sumowane wartosci TP, FP, TN, FN) i na ich
podstawie wyznaczane wskazniki jakosci.

@ Dekompozycja OvR lub OvO moze réwniez stuzy¢ do tworzenia modeli
klasyfikacji wieloklasowej z uzyciem algorytméw klasyfikacji binarnej.
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Drugie spojrzenie na ocene jakosci modeli Procedury oceny

Procedury oceny

Cel oceny: dostarczenie estymacji prawdziwych wartosci wskaznikéw jakosci
modelu na nowych danych, do ktérych bedzie stosowany w trakcie
eksploatacji.

Ocena procedury modelowania: zamiast ocenia¢ konkretny model lepiej
oceni¢ sposéb jego tworzenia.

Model oceniany a model uzyty: ocenia¢ mozemy tylko model budowany na
czesci danych, ale do faktycznego uzycia mozna przekaza¢ inny model
— tworzony w taki sam sposéb, ale na catosci dostepnych danych.

Procedury oparte na prébkowaniu: rézne metody wyznaczania podzbioréw
trenujacych i walidacyjnych/testowych.
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Procedury oceny
Putapki oceny modeli (1)

Obciazenie kontra wariancja:

@ zbyt maty zbiér do oceny nie zapewnia wiarygodnej estymacji
jakosci ze wzgledu na wysoka wariancje,

o odtozenie duzej czesci danych do oceny wprowadza
pesymistyczne obcigzenie zwigzane z obnizeniem jakosci
ocenianego modelu,

@ procedury oceny realizujg pewien kompromis miedzy
minimalizacja obcigzenia i wariancji a naktadem obliczen.
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Procedury oceny
Podziat na 2 podzbiory (holdout)

@ Losowy podziat D na T (do budowy modelu)
i Q (do oceny jakosci modelu — tzw. zbiér
testowy lub walidacyjny), TN Q = 0.

D @ Stabo rozwiazuje konflikt miedzy obciazeniem
i wariancja.

@ Redukcja wariancji mozliwa przez wielokrotne
Q powtarzanie.
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Procedury oceny
k-krotna walidacja krzyzowa (k-CV)

@ Losowy podziat D na réwnoliczne parami
roztaczne podzbiory D1, Ds, ..., Dy
(z zachowaniem rozktadu klas).
e Dlai=1,2,...,k:
D e tworzenie modelu h; na podstawie
T; = Uj;éi Dy, ]
e ocena modelu h; na podstawie
Qi=D;.
Najczesciej k € {5, 10}.

@ Mate obcigzenie i wariancja.

o Dalsza redukcja wariancji mozliwa przez
wielokrotne powtarzanie i usrednianie
badz scalanie wynikéw: n x k-CV.

@ Przypadek specjalny: k& = |D|

(leave-one-out).
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Procedury oceny
k-krotna walidacja krzyzowa (k-CV)

o Estymacja wskaznika jakosci w jednym z dwéch trybow:

makro-usrednianie: Srednia wartos¢ wskaznikéw jakosci uzyskanych
przy ocenie modeli h; na zbiorach Q; dlai=1,2,... k-
najczesciej stosowane, umozliwia takze estymacje wariangji
wskaznika jakosci (jako wariancji sredniej),

mikro-usrednianie (scalanie): wartos¢ wskaznika jakosci obliczonego
na zbiorze D po scaleniu predykcji poszczegélnych modeli h; na
zbiorach Q; dlai=1,2,...,k w jeden wektor przewidywanych
klas, poréwnywanych nastepnie z prawdziwymi klasami (rzadzie;
stosowane).
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Procedury oceny
Putapki oceny modeli (2)

Ocena posrednia kontra koncowa: jesli pewien zbiér modeli jest oceniany

w celu podjecia decyzji wptywajacych na koficowa posta¢ modelu, dane

wykorzystywane do tej oceny posrednio staja sie czescig danych

trenujacych w szerszym sensie, a wiec wiarygodna ocena koricowego

modelu wymaga osobnego podzbioru danych (zagniezdzonej procedury

oceny), np.:

strojenie parametréw: dane uzyte do oceny modeli w celu strojenia
parametréw nie moga by¢ podstawa do wiarygodnej oceny jakosci
modelu zbudowanego z uzyciem dobranych na tej podstawie
ustawien parametréw,

selekcja atrybutéw: dane uzyte do oceny modeli w celu selekcji atrybutéw
nie moga by¢ podstawa do wiarygodnej oceny jakosci modelu
zbudowanego z uzyciem wybranych na tej podstawie atrybutéw,

transformacja atrybutéw: dane uzyte do oceny modeli w celu okreslenia
transformacji atrybutéw nie moga by¢ podstawa do wiarygodne;j
oceny jakosci modelu zbudowanego z uzyciem wybranych na tej
podstawie transformacji.
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Drugie spojrzenie na ocene jakosci modeli Kryteria informacyjne jakosci modeli

Koncepcja kryteriéw informacyjnych

Ocena jakosci bez ,,nowych danych”: poréwnywanie modeli i selekcja
najlepszego modelu wytacznie na podstawie danych trenujacych.
Ogolna zasada: ocena dopasowania do danych i ztozonosci modelu.

Ograniczenia: sensowne poréwnanie mozliwe tylko dla modeli o takiej
samej reprezentacji.

Typowe zastosowanie: selekcja najbardziej obiecujacego modelu sposréd
modeli:

@ utworzonych za pomoca tego samego algorytmu

@ zastosowanego do tych samych danych

@ ale réznigcych sie np. ustawieniami parametréw algorytmu,
zestawem uzywanych atrybutéw, zastosowanymi
transformacjami atrybutéw itp.

bez koniecznosci stosowania procedury oceny dzielacej dane na
trenujace i testowe/walidacyjne.

Pawet Cichosz
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Kryteria informacyjne jakosci modeli
AIC (Akaike Information Criterion)

Posta¢ ogélna: minimalizacja (dla modelu parametrycznego o k parametrach):
—9LLy(h) + 2k

gdzie LLp(h) — logarytm wiarygodnosci (loglikelihood) modelu.
Whtasciwosci: sktadnik kary nie zalezy od wielkosci zbioru danych — przy duzych zbiorach
danych moga by¢ preferowane ztozone lecz dobrze dopasowane modele.
Zastosowanie dla regresji logistyczne;:

LLz(h) = Z (c(z)Inm(z) + (1 — c(z)) In(1 — 7(z)))

zeT

gdzie m(x) = P(1|z) — probabilistyczne predykcje modelu.
Zastosowanie dla regresji liniowej:

1
LLy(h) = — 3|T|nMSEq.s(h)

MSEr (h) = I%\ > (fla) = h(x))?

zeT
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Drugie spojrzenie na ocene jakosci modeli Kryteria informacyjne jakosci modeli

BIC (Bayesian Information Criterion)

Posta¢ ogélna: minimalizacja:
—2LLy(h) + kIn|T]|

(dla modelu parametrycznego o k parametrach)

Wiasciwosci: sktadnik kary zalezy od wielkosci zbioru danych — zwiekszona
preferencja dla prostszych modeli.

Zastosowanie: jak AlC.
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Kryteria informacyjne jakosci model
MDL (Minimum Description Length)

Posta¢ ogdlna: minimalizacja dtugosci kodu do reprezentacji modelu
i danych trenujacych przy znajomosci modelu:

L(h) + L(T|h)

Kodowanie modelu: zalezne od reprezentacji — kodowanie struktury
i parametréw albo tylko parametréw (przy ustalonej strukturze).

Kodowanie danych przy znajomosci modelu: wartosci atrybutéw
wejsciowych mozna pomina¢ (sktadnik niezalezny od modelu),
pozostaje kodowanie informacji, ktéra wraz z modelem pozwala

zrekonstruowaé wartosci atrybutu docelowego — korekty predykg;ji
modelu.
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