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PAC-uczenie si¦ dla algorytmów spójnych (c.d.)

Przykªad: binarne drzewa decyzyjne
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Bardziej zªo»ona reprezentacja

modeli dla dziedziny {0, 1}n
i zbioru klas C = {0, 1}:
w¦zeª: binarny podziaª wedªug

warto±ci jednego

atrybutu,

li±¢: klasa.
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PAC-uczenie si¦ dla algorytmów spójnych (c.d.)

Przykªad: binarne drzewa decyzyjne

 a1 

 a2  a2 

0 0 0 1

0 1

0 1 0 1

Bez ograniczenia rozmiaru: przestrze«

modeli równowa»na przestrzeni

dowolnych funkcji boolowskich:

|H| = 22n

Przy ograniczeniu do dwóch poziomów

w¦zªów (w¦zeª w korzeniu, jego dwa

w¦zªy potomne, poni»ej cztery li±cie):

|H| = n(n− 1)224
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Agnostyczne uczenie si¦

Agnostyczne uczenie si¦

Brak pewno±ci, czy c ∈ H.

Nie mo»na zagwarantowa¢ dowolnie maªego bª¦du, ale mo»na

zagwarantowa¢ dowolnie maª¡ ró»nic¦ mi¦dzy bª¦dem rzeczywistym

a bª¦dem na zbiorze trenuj¡cym.

Ryzyko zbyt du»ego bª¦du dla pewnego ustalonego modelu h (na

podstawie nierówno±ci Hoe�dinga):

P (eΩ,c(h) > eT,c(h) + ε) ≤ e−2mε2

Ryzyko zbyt du»ego bª¦du dla któregokolwiek modelu h ∈ H:

P (eΩ,c(h) > eT,c(h) + ε) ≤ |H|e−2mε2
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Agnostyczne uczenie si¦

Agnostyczne uczenie si¦

Ograniczamy przez δ:

|H|e−2mε2 ≤ δ

m ≥ 1

2ε2
(ln |H|+ ln

1

δ
)

ε ≥
√

1

2m
(ln |H|+ ln

1

δ
)

St¡d z prawdopodobie«stwem 1− δ:

eΩ,c(h) ≤ eT,c(h) +
√

1

2m
(ln |H|+ ln

1

δ
)

Ograniczenie dotyczy to wszystkich modeli.

Nie ma gwarancji, »e algorytm znajdzie najlepszy model.
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Wymiar Vapnika-Chervonenkisa
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Wymiar Vapnika-Chervonenkisa

Wymiar VC

Dla k przykªadów i C = {0, 1} istnieje 2k mo»liwych etykietowa«.

VC(H) � maksymalna warto±¢ k taka, »e istnieje k przykªadów z X,

dla których ka»de spo±ród 2k mo»liwych etykietowa« jest realizowane

przez pewien model z H.

VC(H) =∞ je±li dla dowolnego k istnieje k przykªadów z X, dla

których ka»de spo±ród 2k mo»liwych etykietowa« jest realizowane

przez pewien model z H.

Miara zªo»ono±ci (pojemno±ci, siªy wyrazu) przestrzeni modeli lepsza

ni» jej rozmiar.

Maksymalna liczba przykªadów, któr¡ na pewno mo»na dokªadnie

klasy�kowa¢ dla dowolnego poj¦cia c.

Je±li VC(H) = k, to 2k ≤ |H|, czyli VC(H) ≤ log2 |H|.
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Wymiar Vapnika-Chervonenkisa

Przykªad: prostok¡ty

n = 1 (przedziaªy na prostej): VC(H) = 2.

n = 2 (prostok¡ty na pªaszczy¹nie): VC(H) = 4 (ªatwo wskaza¢ 4 punkty

dla których s¡ mo»liwe wszystkie etykietowania, ale nie jest to

mo»liwe dla »adnych 5 punktów � nie mo»na nada¢ innej etykiety

czterem punktom le»¡cym na najmniejszym prostok¡cie obejmuj¡cym

wszystkie przykªady a innej pi¡temu punktowi).

n > 2 (hiperprostopadªo±ciany): VC(H) = 2n ?
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Wymiar Vapnika-Chervonenkisa

Przykªad: prostok¡ty

Paweª Cichosz 11 / 17



Wymiar Vapnika-Chervonenkisa

Przykªad: proste

n = 1 (podziaª prostej punktem): VC(H) = 2.

n = 2 (podziaª pªaszczyzny prost¡): VC(H) = 3 (ªatwo wskaza¢ 3 punkty

dla których s¡ mo»liwe wszystkie etykietowania, ale nie jest to

mo»liwe dla »adnych 4 punktów � nie mo»na da¢ innej etykiety

punktom le»¡cym na dwóch ró»nych przek¡tnych czworok¡ta).

n > 2 (podziaª przestrzeni hiperpªaszczyzn¡): VC(H) = n+ 1 ?
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Wymiar Vapnika-Chervonenkisa

Przykªad: proste
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Wymiar Vapnika-Chervonenkisa

Przykªad: sinus
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Dziedzina: X = R, atrybut a1(x) = x.

Przestrze« modeli: H zawiera wszystkie modele reprezentowane przez

funkcj¦ sinus:

h(x) =

{
1 je±li sin(αx) ≥ 0

0 w przeciwnym przypadku

dla dowolnie ustalonego parametru α.

Wymiar VC: dla dowolnego k przykªady 1
2 ,

1
4 , . . . ,

1
2k

mog¡ by¢ dowolnie

etykietowane modelami z H � a wi¦c VC(H) =∞.
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Wymiar Vapnika-Chervonenkisa

Przykªad: koniunkcje

a1 a2 a3

0 0 0
0 0 1
0 1 0
0 1 1
1 0 0
1 0 1
1 1 0
1 1 1

n = 3: VC(H) ≥ 3 (wszystkie

etykietowania mo»liwe dla 100, 010,
001).

n > 3: VC(H) = n ?
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Wymiar Vapnika-Chervonenkisa

Zastosowanie wymiaru VC

Spójne uczenie si¦: do uzyskania przez spójny algorytm uczenia si¦ z

prawdopodobie«stwem co najmniej 1− δ modelu o bª¦dzie

rzeczywistym nieprzekraczaj¡cym ε wystarczy:

m ≥ 1

ε

(
4 log2

2

δ
+ 8VC(H) log2

13

ε

)
przykªadów trenuj¡cych.

Agnostyczne uczenie si¦: z prawdopodobie«stwem 1− δ:

eΩ,c(h) ≤ eT,c(h) +

√
1

m

(
VC(H)

(
ln

2m

VC(H)
+ 1
)
+ ln

4

δ

)
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Wymiar Vapnika-Chervonenkisa

Podsumowanie wniosków z teorii

Zbyt bogata przestrze« modeli � du»e |H| lub du»e VC(H) � zwi¦ksza

ryzyko nadmiernego dopasowania (potrzeba wi¦cej przykªadów trenuj¡cych,

aby uzyska¢ z wystarczaj¡c¡ pewno±ci¡ wystarczaj¡co maªy bª¡d).

Zbyt uboga przestrze« modeli zwi¦ksza ryzyko niedopasowania � zmniejsza

szans¦, »e istnieje model o wystarczaj¡co maªym bª¦dzie).

Konieczna równowaga.

W praktyce spójne uczenie si¦ zwykle nie jest po»¡dane, gdy» nie ma

dost¦pu do wystarczaj¡co wielu przykªadów trenuj¡cych, a cz¦sto nie jest

tak»e mo»liwe, gdy» u»ywana przestrze« modeli nie zawiera modelu o

zerowym bª¦dzie na zbiorze trenuj¡cym (np. dlatego, »e zestaw dost¦pnych

atrybutów nie wystarcza do odró»niania przykªadów ró»nych klas).

Praktyczne algorytmy mog¡ u»ywa¢ pojemnych przestrzeni modeli, lecz

zmniejsza¢ efektywny wymiar VC przez dodatkowe mechanizmy

ograniczaj¡ce nadmierne dopasowanie.

Brzytwa Ockhama � preferencja dla prostych modeli.
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